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Predmluva
Vazeni Ctenari,

publikace Metody védecké prdce Il navazuje na ucebnici Metody védecké
prace (Loster, Mazouch, Radvakova, Sigmund, Vltavska, 2018), ve které se
autofi zaméiili na kvantitativni metody pro zpracovani dat, tedy
nejvyuzivanéjsi exaktni metody védecké prace. V predkladané knize ctenar
nalezne predev§im naro¢néjsi vicerozmérné statistické metody, ale i
zpracovani kvalitativni linie vyzkumného Setfeni. Vybrané vicerozmérné
statistické metody muzete vyuzit nejen pro své védecké prace (at’ uz
bakalarské, diplomové ¢i doktorské disertacni), ale také v praxi. Jedna se o
oblibené metody, které jsou zastupci metod rtiznych oblasti vyuziti. Zakladnim
pojitkem pro vSechny metody je jejich pouzitelnost v ptipadé, Zze jsou
jednotlivda  pozorovani  (objekty)  charakterizovany alespon  tfemi
kvantitativnimi proménnymi. NavdZeme na metody a postupy, které byly
postupné piedstavovany v prvnim dile nasi knihy. Zde navazujeme
vicenasobnou regresni analyzou, u které se budeme soustfedit na mozné
vyuziti a problémy, které oproti jednoduché regresni analyze mohou
vzniknout. Ze zastupcu klasifika¢nich metod, u kterych chceme zatazovat
jednotlivé objekty do shlukil, se sezndmime se shlukovou a diskriminac¢ni
analyzou. Z metod slouzicich ke snizovani dimenze se seznamime s faktorovou

analyzou a analyzou hlavnich komponent.

Stejné€ jako v prvnim dile nasi knihy s ndzvem nebudou uvadény vSechny
vypocetni tvary beze zbytku. Bude pfedstavena danid metoda, vyjadieno jeji
pouziti a nasledné na praktickém ptikladu uk4dzéna aplikace, véetné komentart
ziskanych vystupd. Stejné jako v prvnim dile knihy také budou vSechny
metody piedstaveny v systému IBM SPSS verze 21, vcetné postuptli, jak

vystupy ziskat. Budeme vSak ptredpokladat, ze ptipravu dat a zékladni popisné
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statistiky v systému SPSS jiz ¢tenaf ovlada. V opacném piipadé odkdzeme na
nas prvni dil. Nov¢ zde také budou ukazany postupy, jak ziskat stejné vysledky
za pomoci systému R, ktery je v soucasné dobé velmi oblibeny. Posledni
kapitola se zabyva kvalitativni linii vyzkumného Setfeni. Autorem kapitol
jedna az pét je Tomas Loster, kapitoly Sesté Jakub Danko a sedmou kapitolu

zpracovala Véra Radvakova.

V poslednich letech se zvysil pocet a komplexita vyzkumnych metod, metod
pro sbér a zpracovani dat, védeckych ptistupi. Bohatost metod poskytuje
kazdému autorovi nejen vétsi moznost lépe vybrat vyzkumny prostiedek
k dosaZeni vytyCeného cile, ale také autofi stoji pfed nutnosti volby. Urcita
vyzkumna metoda nebo strategie neni dobrd nebo $patné v absolutnim méfitku.
Je pouze natolik dobra, jak adekvatné se hodi pro feSeni daného problému.
Vyzkumny cil ¢asto fidi volbu metody. Jedin€ spravné zvolend metoda mize
vést kuzitecnym a davéryhodnym vysledkim. Samoziejmé vedle jasné

vymezeného cile a ucelu celé védecké prace.

Empiricky vyzkum vzdy znamend systematické zkoumani. Je to proces
vytvareni novych poznatkii — systematicka a pecliv€ naplanovana ¢innost. Ma
nas piiblizit k objeveni hledané podstaty, k nalezeni novych ¢i zdsadnich
stranek zkoumaného jevu. Musi vSak byt zaloZen na pfesném metodickém 1
metodologickém postupu a na objektivnim teoretickém podkladu. Pti ptiprave
je nutné, aby si autor piesn¢ stanovil cil a metody vyzkumu. Jednou z
vyzkumu, vyzkumny problém, Gcel vyzkumu, vyzkumna otdzka, hypotézy

apod. Nutné jsou zakladni faze:

e pfiprava - volba tématu, urCeni metodiky celé prace a piesné
naformulovat cil,

e plan vyzkumu - navrh vyzkumu, casovy pribéh, metody sbirani a
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zpracovani dat,
e provedeni studie - sbér dat, analyza a interpretace,
e zpréava o vysledcich - zavéry, limity, doporuceni a prezentace riznymi
zpusoby.
V odborné literatufe je mozné zaznamenat rtuzné¢ pohledy na rozdéleni
vyzkumnych metod, fadu definic a vymezeni zdkladnich pojmi. Existuje
mnoho zpusobt, jak se o svété néco dozveédét, avsak pii védeckych vyzkumech
pouzivame pouze néckolik hlavnich postupl, vyzkumnych strategii. Podle

metodologického pristupu byva tradi¢ni déleni na zékladni typy:

e kvalitativni,

e kvantitativni,

e smiSené.
Kvantitativni a kvalitativni metodologie byly ¢asto prezentovany jako dvé
odli$nd a vzajemné soupeftici paradigmata (paradigma chapeme jako pfijimané
teorie, definice, pfistupy). V soucasné dobé na né¢ nahlizime vice jako na dva
rozdilné diskursy. Metody a jejich aplikace na zkoumany problém vzdy tvoii
jeden celek, coz znamend, Ze rtiznd zaméfeni vyzkumu ovliviiuji vybér
riznych kvalitativnich 1 kvantitativnich metod. Také nelze vytvofit jednu
metodu stejné dobrou pro zkoumani veskerych otdzek daného Setfeni. Vybér
metod a jejich zpracovani predev§im zavisi na tom, co chceme vyzkumem
zjistit.
Ob¢ metodologie vychazeji zjinych ptedpokladi, vétSinou zkoumaji jiné
problémy a déavaji odlisné zavéry. Tyto zavéry vSak nejsou lepsi, horsi, ani
soupefici, naopak naptiklad pii postupu pouziti kvalitativnich metod a posléze
kvantitativnich metod, 1ze vytvofit dostatecné hlubokou teorii potvrzenou na
Sirokém vzorku. Obé metodologie lze tedy kombinovat. Kvantitativni

metodologie se také pouzivd pro potvrzeni kvalitativniho zkoumani. Pro



doplnéni a zjisténi raznych aspektli je mozné pouzit oba ptistupy. Nejedna se
o soupefici programy. Vybér jednoho ¢i druhého typu zkouméni se fidi

pfedevsim vyzkumnym zdmérem a védeckou orientaci autora zkoumani.

Kvalitativni a kvantitativni metodologie se nelisi pouze svymi metodami, ale
také zplisobem analyzy. Kvantitativni prizkum je zejména zalozen na sbirani
dat, ktera jsou pak analyzovéna riznymi statistickymi technikami. Soustied’uje
se na ovéfovani vztahti mezi proménnymi, nebo na zjisténi, jakym zptsobem
se proménné spojuji. Jest€¢ pred vlastnim vyzkumem je nezbytné znat
proménné a postup interpretace dat podle zvolené kvantitativni metody.
Zakladnimi metodami jsou ruzna statistickd Setfeni, testy, dotazniky,
experiment, analyza oficialnich statistik, obsahova analyza, strukturované
pozorovani. Kvalitativni metodologie se zabyva specifickym ptipadem v jeho
vlastnim kontextu, ktery popisuje v procesu. Jejim cilem je ziskat vhled a
porozuméni problému v celé jeho Sifi a hloubce. Zakladnimi metodami jsou
fizené rozhovory, ptipadové studie, pozorovani (delsi, intenzivni kontakt
S terénem), audio ¢i videozdznamy, interpretace a porozumeéni textiim,

dokumentiim (tematické analyza), oteviené otazky v dotaznikovém Setfeni.

Kvantitativni ptistup testuje piedem stanovené hypotézy. Cilem je potvrdit ¢i
vyvratit ovéfovanou teorii védeckého zkoumani. Kvalitativni pfistup se snazi
porozumét situacim, které jsou Casto vysledkem neznamého (nepopsaného)

procesu.

Ucebnice, kterou vam predkladdme, si neddva za cil pfinaSet vysledky
primarniho vyzkumu, ale snazi se o maximalni srozumitelnost vykladu
pfedevs§im pro studenty. Pfi jejim zpracovani autofi vyuzivali zndmé 1 méné
znamé publikacni zdroje, které jsou vzdy uvedeny v seznamu literatury. Pro

jejich vysokou erudovanost a presné zavedené pojmy jsou v u¢ebnici v ramci



zpracovani jednotlivych podkapitol vyuzity tak, aby nedoslo k poruseni jiz

nadefinovanych a bézné pouzivanych termind.

Prosinec 2019 Autofi



Prehled pouzitych symboli

X statistickd proménna

n pocet pozorovani

k pocet proménnych

n regresni funkce

£ nesystematicka slozka

index determinace

R?  koeficient determinace

pi i-ty regresni parametr

Sy celkovy soucet Ctverct

Syt teoreticky (modelovy) soucet ¢tverct

Syr  rezidudlni soucet ctvercl

p pocet parametrt v regresni analyze, ptip. p-hodnota
Xi I-ty objekt

q pocet noveé vytvarenych proménnych

S pocet vytvarenych diskriminaénich funkei

a hladina vyznamnosti

D matice vzdalenosti

r pocet shlukt



1 Vicenasobna regresni analyza

V prvnim dilu nasi knihy jsme se seznamili se zakladnimi postupy, které jsou
soucasti jednoduché regresni analyzy. Jak jsme si uvedli, i pi1 vyuziti regresni

analyzy je vzdy tfeba ovéfit splnéni urcitych piredpokladt pouziti dané metody,

coz byva v realnych tlohach velmi ¢asto opomijeno. Stejné jako v prvnim dilu
si popiSeme postupy, zaméiime se na ziskani vystupl praktickych uloh a
interpretaci ziskanych vysledkt. Zajemce o podrobny popis metod, vcetné

vsech vypocetnich vzorcli odkdzeme na néktery zdroj z uvadeéné literatury.

V pfipadé analyzy zdvislosti a hledani modelu pro popis vztahu mezi
kvantitativnimi proménnymi lze za uréitych ptredpokladi vyuzit regresni a

korela¢ni analyzu.
1.1  Regresni analyza

Jestlize se budeme snazit modelovat jednostrannou zavislost mezi
kvantitativnimi prom&nnymi, vyuzivé se k tomu regresni analyza. Na rozdil od
jednoduché regresni analyzy, se kterou jsme se seznamili v pfedchozim dilu
knihy, budeme nyni uvazovat vicenasobnou regresni analyzu. V tomto piipadé
budeme mit jednu vysvétlovanou (zavislou) proménnou a celou fadu
vysvétlyjicich (nezavislych) proménnych. Zakladnim cilem je najit takovy
vztah mezi proménnymi, kdy se pomoci hodnot vSech vysvétlujicich
proménnych (alespoii dvou) budeme snazit pochopit chovani hodnot

vysvétlované proménné.

OznaCme spojitou vysvétlovanou proménnou Y a vysvétlujici proménné
X1, ..., Xk (spojité nebo diskrétni). Definujme teoreticky regresni model, ktery
popisuje zavislost proménné Y na linearni kombinaci proménnych Xj, ..., Xk,

jako
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Yi =1 + & 1)

kde 7; je teoreticka regresni funkce,

¢; je nadhodna slozka.

Teoretickou regresni funkce 7; mtzeme definovat jako podminénou stiedni

hodnotu vysvétlované proménné Y pro jednotlivé kombinace hodnot
vysvétlyjicich proménnych Xi. Jedna se o deterministickou (systematickou)

slozku modelu.

Nesystematicka (nahodna) slozka ¢; piedstavuje stochastickou c¢ast

regresniho modelu a predstavuje vysledek plisobeni dalSich nesystematickych
vlivii. Pfi odhadovéni regresnich modell si na jeji chovani klademe urcité
pozadavky. Pozadujeme, aby ndhodna slozka se fidila normalnim rozdélenim
s nulovou stfedni hodnotou a konstantnim rozptylem. Formalné je samoziejmé
vhodné tyto pozadavky pomoci vhodnych néstroji ovéfovat. Ty jsou
implementovany do softwarovych produkti a pomoci p-hodnoty, s niZ jsme se
seznamili v prvnim dilu je tfeba uvedené piedpoklady vyhodnotit. Dany
predpoklad v sobé skryva nékolik souvisejicich poZadavki. PoZadujeme také,
aby vSechny dvojice nahodnych slozek byly nekorelované, tj. aby byly
vzajemné linedrné nezdvislé. Pokud by jednotlivé ndhodné slozky byly
korelované, regresni modely se komplikuji a hovoiime o tzv. autokorelaci,
kterou je tieba zmodelu odstranit. Z daného  piedpokladu
0 pravdépodobnostnim chovéani ndhodné slozky déle vyplyva, ze pozadujeme,
aby jejich rozptyl byl konstantni (a byl roven konstanté o?). Pokud by
pozadavek na konstantni rozptyl nebyl dodrzen, jednd se o tzv.
heteroskedasticitu. Ovérovani pfitomnosti autokorelace v modelu se provadi
naptiklad pomoci Durbin-Watsonovy statistiky, jejiz hodnota blizka ¢islu dva

indikuje, Zze se v modelu nevyskytuje problém s autokorelaci prvniho fadu.
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Problém s autokorelaci se obvykle vyskytuje u casovych tfad a problém

s heteroskedasticitou se obvykle vyskytuje u prostorovych dat.

Regresni funkci mizeme v nasem piipad¢ vyjadrit nasledujicim zpisobem
n=P5+BX+ 5% +..+ B X (2)

kde symboly f; ptedstavuji neznamé regresni parametry.

Odhady neznamych regresnich parametri lze ziskat pomoci riznych metod,
nicméné v souladu sprvnim dilem za dodrzeni ur€itych piedpoklada

vyuzijeme metodu nejmensich ctvercii.

Kvalitu regresniho modelu budeme opét hodnotit pomoci indexu (resp.

koeficientu) determinace, ktery je mozné urcit podle vzorce

R2 Y,

Syr
=1-2= (3)

kde Sy je variabilita vysvétlované proménné vyjadiena pomoci tzv.

celkového soudétu ¢tvercu,

Sy je cast celkové variability vysvétlované proménné, kterd je

vysvétlena pouzitym modelem, tzv. teoreticky soucet ctverci,

SyRr je ta cast celkové variability vysvétlované proménné, kterou se
nepodafilo regresnim modelem vysvétlit, tzv. rezidualni soucet

étvercu.

Index, resp. koeficient determinace tedy vyjadiuje, jaky podil z celkové
variability vysvétlované proménné se pomoci daného regresniho modelu
podafilo vysvétlit diky vSem vysvétluyjicim proménnym dohromady. Po
vynasobeni stem udava, kolik procent z celkové variability se podafilo

vysvétlit pomoci regresniho modelu, tedy hodnoti kvalitu modelu.
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V piipadé, Ze se srovnavaji modely s nestejnym poctem parametrii (tedy liSici
se napiiklad poctem vysvétlujicich proménnych), je tfeba vyuzit upraveny
index (resp. koeficient) determinace, ktery se pocita podle vzorce:
1
p

RZ =1-(1-R?)

upr.

n_
n_

(4)

kde p je pocet parametrti dané regresni funkce, n je celkovy pocet

pozorovani.

Index (resp. koeficient) determinace, stejn¢ jako upraveny koeficient
determinace nabyva hodnot od nuly do jedné. Hodnota nula znamena, Ze se
pomoci daného modelu nepodafilo vysvétlit Zadnou ¢ast variability
vysvétlované proménné. Hodnota jedna znamena, ze se podafilo vysvétlit

danym modelem 100 % variability vysvétlované promeénné.

Zejména u vicendsobné regrese je tieba pii vybirani proménnych, s jejichz
pomoci se snazime vysvétlit hodnoty vysvétlované proménné piedpokladat
urcité teoretické a vécné souvislosti. | v ptipadé vicenasobné regresni analyzy
je tieba pro zhodnoceni vysledného modelu vyuzivat i dals$i diagnostické
nastroje, kterymi jsou dilci t testy a ke zhodnoceni modelu jako celku celkovy
F test.

DILCIi T TESTY

Jak jiz bylo uvedeno v prvnim dilu na$i knihy, testovana hypotéza vSech
dil¢ich ttestd, je formulovana jako nulovd hodnota daného regresniho
parametru. V ptipadé, Ze by byla nulovd hodnota regresniho koeficientu,
znamena to, ze piislusnd vysvétlujici proménnd je v modelu nevyznamna a je
ji mozné z modelu vyfadit. Vyhodnoceni provedeme pochopitelné pomoci

p-hodnoty v softwaru.
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CELKOVY F TEST

Pomoci celkového Ftestu je ovéfovana vyznamnost vSech regresnich
koeficienti soucasn€. Testovana hypotéza celkového F testu je formulovana
jako nulova hodnota vSech regresnich koeficientl (tzn. parametrt s vyjimkou
konstanty, kterd se pfedpokladd nenulova). V pifipad¢ nezamitnuti testované
hypotézy celkového F testu by to znamenalo, Ze nema smysl modelovat dany
vztah pomoci vybranych vysvétlujicich proménnych a je tfeba hledat jiny
model. Testové kritérium je zaloZeno na rozkladu celkové variability na tu ¢ast,
kterou se podafilo pomoci modelu vysvétlit a tu cast, kterou se vysvétlit

nepodatilo. Vyhodnoceni se obvykle provede pomoci p-hodnoty ze softwaru.
Poznamka:

Pii modelovani vztahu pomoci vicendsobné regresni analyzy je tieba jesté
ovéfovat, zda v modelu neni problém s tzv. multikolinearitou. Ta piedstavuje
vzajemnou Skodlivou linedrni zavislost mezi vysvétlujicimi proménnymi. Za
tu je povaZzovana situace, kdy absolutni hodnota Pearsonova korela¢niho
koeficientu mezi libovolnou dvojici vysvétlujicich proménnych je vétsi, nez
0,75 (v nékterych zdrojich je uvaddéna hodnota 0,8). V takovém piipadé je tieba
tento problém odstranit a z modelu vyfadit tu proménnou, jejiZz vliv na
vysvétlujici proménnou je nizsi. To lze zjistit opét zjistit pomoci korelacniho
koeficientu. Prvni impulz, jeZ na mozny problém s multikolinearitou miiZze
upozornit, je logicky ,,rozpor mezi celkovym F testem a dil¢imi t testy.
V ptipadé, Ze je zamitnuta testovana hypotéza celkového F testu a nezamitnuty
testované hypotézy vSech (pfipadné drtivé vétSiny t testi), analytik by mél

ov¢étit, zda to neni zplsobeno praveé multikolinearitou.

V softwarovych produktech byvaji implementovany procedury, které slouzi
k vybéru vysvétlujicich proménnych. Byvaji oznaceny jako Forward a

Backward selection. Jsou to metody, které slouzi k postupnému piidavani,
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resp. odstraniovani vysvétlujicich proménnych. Za proménnou, kterou je
vhodné do modelu zatadit je povazovéana ta proménnad, jejiz zatazeni povede
ke statisticky vyznamnému zvySeni kvality daného modelu, resp. pfi
vyfazovani proménnych se postupuje opacné. Takovymto zpiisobem se
postupuje do doby, kdy jiz neni zadna dalSi proménnd, ktera by vyznamné
zvysila kvalitu regresniho modelu, resp. Zadnd proménna, jejiz vyrazeni by
nezpusobilo vyznamné snizeni kvality modelu. Tyto metody vybéru
proménnych taktéZ umi odstranit problém s multikolinearitou a nezatadi do

modelu soucasné dvé vysvétlujici proménné, které by tento stav zpisobily.

1.2 Zpracovani dat z oblasti vicenasobné regresni analyzy

V nasledujici ¢asti textu bude demonstrovano pouziti vicendsobné regresni
analyzy na konkrétnim piikladu. K feSeni bude vyuzit systém SPSS, kde jsou
tyto postupy implementovany. Nasledn¢ bude provedena interpretace dil¢ich

vysledki a zavéra.
Priklad €. 1:

V tabulce 1 jsou zaznamendny prodejni ceny v Korunach, pocty ujetych
kilometrQ a staii v mésicich za 14 automobill znacky Alfa u stejného modelu.
Pomoci regresni analyzy naleznéte vhodny model zavislosti ceny automobilu
znaCky Alfa na poctu ujetych kilometrl a staii vozidla. Zaroven vyjadiete
vhodnost a kvalitu zvoleného modelu. Pti analyzach uvazujte obvyklou 5%

hladinu vyznamnosti.
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Tabulka 1: Vstupni tdaje pro piiklad 1

Cena Pocet 1 gian
kilometra

222 934 20119 15
200 632 26 009 19
198 497 25003 21
198 486 25016 20
207 158 23 755 19
202 570 23 756 19
194 419 26 257 21
190 343 27 508 22
210 707 21271 17
218 957 22 510 18
190 290 27 570 22
186 205 28 831 23
186 264 28 763 23
190 338 27514 22

Regen:

Vzhledem k faktu, Zze je ukolem prozkoumat zavislost ceny (kvantitativni
spojita proménnd) na dvou kvantitativnich proménnych, vhodnym nastrojem
je vicendsobna regresni analyza. Spusténi regresni analyzy v SPSS je, stejné

jako v piipadé jednoduché regresni analyzy nasledujici:

tatistics Data Editor

Analyze Graphs Utiites Add-ons Window Help

Reports » 7 = 2
: &N B

Descriptive Statistics 2 - 1

Compare Means »

General Linear Model » var | var var

Generalized Linear Modeld

Mixed Models »
Correlate »
Regression * | [ automatic Linear Modeing...
Loglinear » E e
< > =
;:::Zon Reduction » Curve Estimation...
Scale » @ Partial Least Squares...
Nonparametric Tests » Ordinal...
Forecasting »
Survival »
Multiple Response »
Quality Control »

ROC Curve...

Obrazek €. 1: Spusténi regresni analyzy v SPSS
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Po vyvolani menu pro regresni analyzu je tieba spravné vlozit vysvétlovanou
proménnou do ¢asti okna ,,Dependent®, jejiz hodnoty se snazime vysvétlit (v
nasem piipadé se jednd o cenu) a soucasné ob¢ vysvétlujici proménné (pocet
ujetych kilometr a stafi automobilu) do ¢asti okna ,,Independents(s)®, viz

obrazek 2.

cena | pocet km stari | var | var | wvar | var | var | wvar | var

222934 20119 15 @ Linear Regression X
200632 26009 19
198497 25003 21 > Dependent:
198486 25016 20/| | pocet km |& cena
207158 23755 77 R Block 1 0f 1
202570 23756 19
194419 26257 21 mependents)
190343 27508 2 & pocet km
210707 21271 17 & staii
218957 22510 18 —
190290 27570 22 Stetfioit
186205 28831 23
186264 28763 23 Selection Variable:
190338 27514 2 = [ ] &

Case Labels:

WLS Weight:

(Lok_J(paste | (Reset |(cancer [ Heip |

Obrazek €. 2: Nastaveni vstupnich parametrt regrese v SPSS

Ve vstupnim okné bude tieba v zalozce ,,Statistics™ nastavit piislusnou
spolehlivost v pfipad€, Ze pozadujeme intervaly spolehlivosti pro odhady
regresnich parametrt, resp. ,,Durbin-Watsonovu* statistiku pro oveéfeni

vhodnosti daného modelu.
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"@ Linear Regression: Statistics

rRegression Coefficients
[ Estimates

[ Model fit
[7] R squared change
[7] Descriptives

[7] Part and partial correlations

[ Covariance matrix [7] Collinearity diagnostics

rResiduals-

[ Durbin-Watson
[] casewise diagnostics

[_Continue][ Cancelw] [« Help ]

Obrazek €. 3: Nastaveni vstupnich parametra regrese v SPSS

Po zadani uvedenych parametrt, jak je uvedeno na vyse uvedenych obrazcich,
po spusténi procesu regresni analyzy obdrzime vystup, ktery je patrny na

obrazku 4.

Model Summary®
Adjusted R Std. Error of Durbin-
Model R R Square Square the Estimate Watson
1 L9677 ,936 924 3195220 2,803
a. Predictors: (Constant), stari, pocet_km
h. Dependent Variahle: cena
ANOVA®
Sum of
Model Squares df Mean Square F Sig.
1 Regression 1641142352 2 8205711759 80,374 ,000b
Residual 112303756,0 11 1020943236
Total 1753446108 13
a. Dependent Variable: cena
h. Predictors: (Constant), stari, pocet_km
Coefficients®
Standardized
Unstandardized Coefficients Coefficients
Model B Std. Error Beta t Sig.
1 (Constant) | 300626,010 8416,093 35,720 ,000
pocet_km -2172 1,240 -510 -1,751 108
stari -2286,264 1427674 -,466 -1,601 138

a. Dependent Variable: cena

Obrazek €. 4: Vystup regresni analyzy z SPSS
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Hlavni vystup regresni analyzy je v tomto pfipad¢ rozdé€len do tii tabulek.
V prvni tabulce jsou uvedeny zdkladni charakteristiky modelu. Jsou zde
zejména uvedeny dulezité charakteristiky, jako jsou index determinace
ozna¢eny ,,R square“, upraveny index determinace oznaceny ,,Adjusted R
square*, hodnota Durbin-Watsonovy statistiky ,,Durbin-Watson‘ a odmocnina
z indexu determinace oznacena ,,R“. Pod uvedenou tabulkou je poznamenano
v ¢asti ,,predictors®, Ze je v modelu uvazovana konstanta a ob¢ vysvétlujici

proménné. V nasSem piipad¢ stari i pocet ujetych kilometrti.

Ve druhé tabulce je uveden prubeh celkového F testu. Teoreticky (modelovy)
soucet ¢tvercu je oznacen jako ,,Regression, rezidualni soucet Ctvercu je
oznacen jako ,,Residual®, jejich soucet je celkovy soucet ¢tverct, ktery je
oznacen jako ,,Total”. Hodnoty jednotlivych souétli ¢tvercti jsou uvedeny ve
druhém sloupci ,,Sum of Squares®. Ptislusné stupné volnosti jsou uvedeny ve
tietim sloupci ozna¢eném jako ,,df*. Hodnoty jsou ur¢eny jako (p — 1), kde p
pfedstavuje pocet parametri regresniho modelu (v naSem ptipadé 3), resp. (n
—p), kde n je pocet objektl (automobilit). Ve sloupci ,,Mean Square* je uveden
piedvypocet testového kritéria. Obé hodnoty se urci jako podil piislusného
souctu ¢tvercl a stupii volnosti. Hodnota testového kritéria ,,F* v dal$im
sloupci se ur¢i jako podil dvou primérnych ctverct z piedchoziho sloupce.
V poslednim sloupci ,,Sig.“ Je uvedena p-hodnota ptislusného F testu, ktera

bude nasledné srovnana se zvolenou hladinou vyznamnosti.

Ve tfeti tabulce jsou uvedeny ve sloupci oznaceném ,,B“ hodnoty odhadnutych
regresnich parametri pomoci metody nejmensSich ctvercii. Déle jsou zde
rozepsany prabéhy diléich t testd, kterych je celkem p. Ve sloupci ,,Std. Errore
je uvedena smérodatné chyba odhadu, ktera se vyuziva pro vypocet testového
kritéria ve sloupci ,,t*“. To se stanovi jako podil pfislusného odhadu parametru

a smérodatné chyby odhadu. V poslednim sloupci ,,Sig.“ jsou uvedeny p-
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hodnoty vsech dil¢ich t testi, které jsou, stejné jako v ptipadé celkového F

testu, porovnavany s piedem zvolenou hladinou vyznamnosti.

V naSem konkrétnim piipadu je z prvni tabulky zfejmé, ze pomoci zvolené¢ho
regresniho modelu se podaftilo vysvétlit 93, 6 % variability hodnot proménné
cena automobilu. Pii hodnoceni modelu jako celku vyuzijeme celkovy F test
ve druh¢ tabulce. Ze stanovené p-hodnoty testu je ziejmé (jeji hodnota je
0,000), Ze je mensi, nez zvolena hladina vyznamnosti (0,05) a tak na této
hladin€ vyznamnosti zamitdme testovanou hypotézu. Bylo tedy prokdzano, ze
alesponi jeden regresni parametr je statisticky vyznamné odlisny od nuly a tim

padem alespon jedna vysvétlujici proménna ma v modelu opodstatnéni.

Odhady jednotlivych koeficientt jsou patrné ze teti tabulky ve sloupci B. Jak
je v8ak patrné u obou dil¢ich t testi u vysvétlujicich proménnych, Ze p-hodnoty
jsou vsak vétsi, neZz je zvolena hladina vyznamnosti. To znamend, Ze ani u
jedné vysvétlujici proménné neni testovana hypotéza (o nulové hodnoté
prislusného regresniho parametru) zamitnuta. Tato skutecnost je zplsobena
problémem tzv. multikolinearity, coz je, jak bylo uvedeno vyse, vzajemna
zavislost mezi vysvétlujicimi proménnymi. Takovyto rozpor mezi zavérem
celkového F testu a dil¢ich t testd je obvykle zplsobem praveé
multikolinearitou. Zda je multikolinearita v daném modelu pfitomna lze ovétit

pomoci korela¢ni matice, kterou vyvolame podle navodu na obrazku 5.
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Analyze Graphs Utilities Add-ons Window Help

Reports » E Ff?@ “"E“Z @ ‘,34:\
Descriptive Statistics » LU R e
Compare Means P

General Linear Model » |ar var var
Generalized Linear Models

Mixed Models »

Correlate * | [EE Bivariate...

Regression P @ Partial...

LEgE : Distances...

Classify 2

Dimension Reduction »

Scale P

-

Nonparametric Tests

Forecasting »

Survival »

Multiple Response »

Quality Control P
ROC Curve...

Obrazek ¢. 5: Spusténi korelace v SPSS

V naSem piipad€ si vybereme parové korelacni koeficienty oznacené jako
,Bivariate* a zadame vSechny vysvétlujici proménné. Zaroven si pro uSetfeni
jednoho kroku rovnou do okna vlozime i vysvétlovanou proménnou. Z té vsak
nebudeme identifikovat multikolinearitu, ale ponechame ji pro dalsi Gcéely. Ve
spodni ¢asti okna lze zvolit pfisluSny typ korelacniho koeficientu, pficemz
Vnasem piipadé ponechame automaticky zvolenou volbu Pearsonova
korela¢niho koeficientu. Zaroven je tieba vyznacit podobu alternativni
hypotézy testu o nulové hodnoté korelaéniho koeficientu. V nasem ptipadé

ponechdme dvoustrannou alternativni hypotézu.
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'Q Bivariate Correlations

r Correlation Coefficients

Variables:

& cena

& pocet_km

[f stari

[ Pearson [] Kendall's tau-b [ Spearman

- Test of Significance
@ Two-tailed © One-tailed

¥ Flag significant correlations

[ ok ][ paste |[ Reset |(cancel| [ Help |

Obrazek €. 6: Zadani parametrt korelace v SPSS

Po zadéni vstupnich parametrii podle obrazki 5 a 6 ziskame vyslednou

korela¢ni matici, ktera je patrna z obrazku 7.

Correlations
cena pocet_km stari

cena Pearson Correlation 1 -,960 -,958"

Sig. (2-tailed) ,000 ,000

N 14 14 14
pocet_ km  Pearson Correlation -960 1 965

Sig. (2-tailed) ,000 ,000

N 14 14 14
stari Pearson Correlation -,958 965 1

Sig. (2-tailed) ,000 ,000

N 14 14 14

** Correlation is significant atthe 0.01 level (2-tailed).

Obrazek €. 7: Vystup korela¢ni matice v SPSS

22




Z uvedeného vystupu je ziejmé, ze hodnota korelacniho koeficientu mezi
stafim vozidla a poctem ujetych kilometrti je velmi vysoka, konkrétné jde o
hodnotu 0,965. Podle vyse popsaného je za Skodlivou zavislost povazovana
absolutni hodnota korelacniho koeficientu vétsi, nez 0,8, coz v tomto piipade
je jednoznacné splnéno. Prislusny test prokazuje statisticky vyznamnou
zavislost mezi danou dvojici proménnych, coz pozname podle p-hodnoty,
kterou nalezneme v piislusné bunce. Protoze je dana hodnota prakticky nulova,
znamena to, ze na vSech rozumnych hladindch vyznamnosti zamitdme

testovanou hypotézu a zavislost je povazovana za statisticky vyznamnou.

Je tedy ziejmé, ze ob¢ vysvétlujici proménné v modelu nemohou byt soucasné
a jednu bude tieba z modelu odstranit. Logicky to bude ta proménna, jejiz vliv
na vysvétluyjici proménnou je men$i. To zjistime pomoci korela¢nich
koeficientd pravé téchto proménnych ve vztahu k vysvétlované proménné.

Z uvedené korelacni matice je zfejma nizsi sila zavislosti stafi a ceny, proto

bude zfejm¢ vytazovana staii automobilu.

vvvvv

vvvvvv

metody, které pomdahaji proménné vybirat. Ve vstupnim okné jsou pfi
spousténi regrese v dolni ¢asti vystupu oznaeném ,,Method* jednotlivé
zpusoby vybéru uvedeny. Dosud v modelu bylo oznaceno ,,Enter, kdy do

modelu byly zahrnuty v§echny vysvétlujici proménné.

Variable: Stepwise
Remove

els: Backward
Forward ]
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Obrazek ¢. 8: Metody vybéru proménnych v SPSS

Nyni si ukdzeme pribéh metody postupného vyfazovani proménnych
oznacené ,,Backward®. Po jiz znamém spusténi regresni analyzy ziskame

nasledujici vystup, ktery je uveden na obrazku 9 az 11.

Variables Entered Removed®

Variables Variables
Model Entered Remaoved Method
1 stari, . | Enter
pc)cet_kmb

2 stari Backward
(criterion:
Prohahility of
F-to-remove
>=,100).

a. Dependent Variable: cena
b. All requested variables entered.

Obrazek ¢. 9: Vybér proménnych ,,Backward* ¢ast. 1 v SPSS

Jak je patrné z obrazku 9, na pocatku byly do modelu vloZeny obé& vysvétlujici
proménné a vysvétlovanou proménnou je cena automobilu. V dal§im kroku,
ktery je oznacen jako ,,Model 2 je z modelu vylou¢ena proménna stafi (u niz
byl vySe prokadzan niz$i vliv) na vysvétlovanou proménnou. Takovymto
zpusobem by bylo postupovano az do situace, kdy by z modelu byly

413

odstranény jednotlivé ,,problematické® proménné.
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Model Summary

Adjusted R Std. Error of
Model R R Square Square the Estimate
1 9677 936 924 3195220
2 960° 921 914 3397123

a. Predictors: (Constant), stari, pocet_km
b. Predictors: (Constant), pocet_km

ANOVA?
Sum of
Model Squares df Mean Square F Sig.
1 Regression 1641142352 2 | 8205711759 80,374 ,000°
Residual 112303756,0 1 10209432,36
Total 1753446108 13
2 Regression 1614960760 1 1614960760 | 139,939 ,000°
Residual 138485348,0 12 | 1154044567
Total 1753446108 13
a. Dependent Variable: cena

b. Predictors: (Constant), stari, pocet_km

c¢. Predictors: (Constant), pocet_km

Obrazek ¢. 10: Vybér proménnych ,,Backward*

Z obréazku 10 je patrny pribeh celkového F testu pro oba dva modely. Prvni je
pfi pfitomnosti obou vysvétlujicich proménnych, druhy jiz pouze s vysvétlujici
proménnou pocet kilometrd. Tyto skutecnosti jsou zobrazeny pod tabulkou. Je

zifejmé, Ze oba modely jsou statisticky vyznamné, protoZe testovana hypotéza

cas

(na zéklad¢ hodnot ve sloupci ,,Sig.”) byla zamitnuta.

Ptislusné odhady parametrli, véetné konstanty a pribé&hy dil¢ich t testd jsou

zifejmé pro oba modely z obrazku 11.
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Coefficients®

Standardized
Unstandardized Coefficients Coefficients
Model B Std. Error Beta t Sig.
1 (Constant) | 300626,010 8416,093 35,720 ,000
pocet_km -2172 1,240 -510 -1,751 108
stari -2286,264 1427674 -,466 -1,601 138
2 (Constant) | 303195,202 8783813 34517 ,000
pocet_km -4,089 346 -,960 -11,830 ,000
a. Dependent Variahle: cena
Excluded Variables®
Collinearity
Partial Statistics
Model Betaln t Sig. Correlation Tolerance
2 stari - 466° -1,601 138 -435 ,069

a. Dependent Variahle: cena
b. Predictors in the Model: (Constant), pocet_km

Obrazek ¢. 11: Vybér proménnych ,,Backward*

Z vystupti pro model 1 je zfejmé, ze dil¢i t testy u obou vysvétlujicich
proménnych jsou nevyznamné, tedy takto postaveny model je nevhodny.
Model ¢islo 2 je jiz pouze s vysvétlujici proménnou pocet kilometrt, a vychéazi
jako vyznamny. Hodnota koeficientu determinace je v tomto piipad¢ 0,921,
coz lze povazovat za velmi uspokojivou hodnotu a model v tuto chvili miizeme

prohlésit za kvalitni a zapsat si jeho odhadnuty tvar, jehoz prubéhem je regresni

piimka:

Z uvedeného modelu je ziejmé, Ze s kazdym dal§im ujetym kilometrem se

cena automobilu snizuje v priméru o 4,085 Korun a uplné€ novy automobil by

Cena_automobilu = 303 195,2 — 4,085*pocet kilometr.

stal 303 195,2 Korun.
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2 Metody shlukové analyzy

V soucasné dob¢ je velmi oblibend vicerozmérna klasifikaéni metoda, kterou
pouzivaji 1 odbornici z praxe, nazvana shlukova analyza. Zékladnim cilem
vsech klasifika¢nich metod je zafazovani objekti do skupin na zéklad¢ jejich
vlastnosti. V zavislosti na tom, zda jsou skupiny dopfedu zndmé ¢i nezndmé,
se ke klasifikaci vyuziva shlukova ¢i diskriminacni analyza. U shlukové
analyzy obvykle nebyvaji skupiny dopfedu znamé, naopak u diskrimina¢ni
analyzy byvaji skupiny pfedem znamé. Pouziti shlukové analyzy je velmi
siroké. Lze jej najit v mediciné pti klasifikaci pacientl, marketingu, pfi
klasifikaci zdkaznikd. Vyuzit ji lze také ke klasifikaci dokumentil, zemi,

podnikd ¢i lidi.

Pti aplikaci shlukové analyzy je tfeba rozliSovat, pomoci jakych typt
proménnych jsou jednotlivd pozorovéani (tzv. objekty) charakterizovany.
Proménné mohou byt kvantitativni, binarni ¢i kvalitativni. Pro analyzy lze
vyuzit také proménné ruznych typl.. V souasné literatuie existuje mnoho
metod a postuptll, které vyuZivaji vySe uvedené proménné, avSak nejvice
propracované jsou postupy, kdy jsou proménné ¢isté kvantitativni. V odborné
literatufe jsou uvadény riizné zpisoby klasifikace metod shlukové analyzy. Ty
je mozné roz€lenit na tzv. tradicni metody, které jsou hojné vyuzivany, a které
jsou dostatecné implementovany v softwarovych produktech a moderni
metody, K jejichZ rozmachu dochazi diky rozvoji vypocetni techniky. Obvyklé
¢lenéni tradicnich metod, které je uvadéné ve vétSin€ prament, je clenéni na
hierarchické a nehierarchické metody shlukovéani. Hierarchické metody
sméfuji k vytvaieni tzv. stromt (stromovité struktury shluk®) a nehierarchickeé
metody se zaméfuji na rozklad jednotlivych objekti do uréitého poctu shluki.
Vyhodou hierarchickych metod shlukovani je, Ze dopifedu nebyva nutné znat

pocet shluktl, do kterych se objekty klasifikuji. Tato informace mtiZe byt prave
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jejich vysledkem. Mezi moderni metody shlukovani lze zaradit metody

zalozené na miizce, metody zaloZené na modelu a modely zalozené na hustot¢.

Dalsim dilezitym pohledem, podle kterého lze délit metody shlukovani je na
tzv. disjunktni, u kterych je kazdy objekt jednoznaéné zatazen do prave
jednoho shluku a metody prekryvajici se, u kterych mohou byt objekty
zatfazeny do vice shlukl. Jiny pohled na shlukovéani d€li metody na pevné
shlukovani, U kterych je zatazeni objektu do shluku vyjadfeno hodnotou nula
nebo jedna a tzv. fuzzy shlukovani, u kterého je pro kazdy objekt a kazdy shluk
stanovena tzv. mira prislusnosti. Ta piedstavuje ¢islo z intervalu od nuly do
jedné a vyjadiuje jakousi ,,pravdépodobnost® klasifikace daného objektu do

ptislusného shluku.

V ramci nasi knihy bude uvaZzovano pouze pevné shlukovani s jednoznacnym
ptifazenim do jednotlivych shlukii a tradi¢ni hierarchické metody shlukovani,
které jsou velmi dobfe propracované a implementované do mnoha

softwarovych produkti, véetné IBM SPSS.
2.1  Hierarchické metody shlukovani

Tyto metody jsou zaloZeny na hierarchickém uspotfadani objektti do shlukd.
Jejich vyhodou je, Ze pfed samotnou analyzou neni nutné stanovit pocet
shlukti, coz je povazovano za jejich hlavni vyhodu oproti vétsin€ ostatnich
metod shlukovani. Hierarchické shlukovani je reprezentovano dvéma
zakladnimi typy shlukovéni, a to aglomerativnim shlukovanim (postupné se
spojuji jednotlivé objekty nebo skupiny objekti do shlukl az do situace, kdy
jsou vSechny objekty spojeny do jednoho shluku) a divizivnim shlukovanim
(postupuje se opacnym zpusobem, tj. na pocatku jsou vsechny objekty
V jediném shluku a jeho postupnym rozdélovanim se ziska hierarchicky systém

podmnoZin shluki).
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Aplikace rtiznych metod shlukovani na stejné objekty popsané identickymi
vlastnostmi mohou ptinaset rizné vysledky. Jak se uvadi v literatuie, naptiklad
Loster, Pavelka (2013) ¢i Gan (2007) ,,Nelze apriori fici, ktera z metod je
nejlepsi pro dany problém®. Dilezitou vlastnosti hierarchickych metod
shlukovani je skutecnost, ze vysledky predeslého kroku jsou vzdy pfifazeny
k ziskanym vysledkim v nasledujicim kroku, a je tak vytvafena stromova
struktura. Grafickym vyjadienim postupného procesu shlukovani jednotlivych
objekti je dendrogram, coz je znazornéni procesu spojovani nebo rozdélovani
dil¢ich shlukt v jednotlivych krocich v zavislosti na jejich vzdélenosti. Pfi
shlukové analyze je vyuzita matice vzdalenosti, a tak i volba typu vzdalenosti

ovliviiuje vyslednou klasifikaci.
Aglomerativni zpisob shlukovani miize byt popsan nasledujicim zptsobem:

1. Na zdklad¢ vybrané miry vzdalenosti je stanovena matice vzdalenosti
D, vniz jsou zaznamendny vzdalenosti (odliSnosti) pro vsechny
dvojice objektl. V pocatecnim kroku je kazdy objekt samostatnym

shlukem.

2. Z matice vzdalenosti D se vyberou se dva shluky, jejichz vzdalenost je

minimalni.

3. Tyto dva shluky jsou nasledné spojeny do nového shluku. V matici
vzdalenosti D je vynechan fadek a sloupec reprezentujici vzdalenost
téchto spojovanych shlukli a je nahrazen novym ftadkem, resp.
sloupcem, ktery piedstavuje jejich spole¢nou vzdalenost od ostatnich
shlukti, podle typu zvolené metody. V tomto kroku se rozmér matice

vzdalenosti D snizuje o jednotku.
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4. Postup se opakuje od kroku ¢islo 2 do okamziku, kdy se vSechny

objekty nachazi v jednom shluku.

Nejznadméjsi a nejcastéji pouzivanou mirou je Euklidova vzdalenost, kterd se

pocita podle vzorce

k

De (X, X;) = Z(Xit_xjt)z’ ®)

t=1
kde xit je hodnota t-té proménné u i-té¢ho objektu.

Vypocet této miry vzdalenosti mezi i-tym a j-tym objektem je zalozen na
Pythagorové véteé podle vySe uvedeného vzorce. V literatufe se uvadi, ze tato
mira vzdalenosti neni vhodna pro piipad, Ze jednotlivé proménné, které

charakterizuji objekty, jsou velmi silné zavislé.

Mezi dal§i zndmé miry vzdalenosti lze zafadit napiiklad Manhattanskou,
Minskovského, Mahalanobisovu ¢i tétivovou vzdalenost. Jejich popis nalezne

Ctenar v ptislusné literature.

Mezi nejznaméjsi metody shlukovani patii metody nejblizs§iho souseda,
nejvzdalengjstho souseda, metoda primérné vzdalenosti, centroidni,

medidnova a Wardova.

Metoda nejbliz§iho souseda (jednoduché spojeni) pifedstavuje nejstarSi a
nejjednodussi metodu. Mezi jeji nevyhody patti, Ze dochazi k tzv. fetézeni
objektli. Vysledna klasifikace objektli do shlukt obvykle neposkytuje nejlepsi
vysledky.

Metoda nejvzdalenéjsiho souseda (Uplné spojeni) odstraiiuje problém

fetézeni a jeji vyhodou je, Ze vytvari malé, kompaktni a dobfe oddélené shluky.
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Pii metodé primérné vzdalenosti nejsou vysledky ovlivnény extrémnimi
hodnotami, jako je tomu napiiklad u metody nejbliz§iho a nejvzdalengjsiho

souseda.

Vyhodou Centroidni metody je, Ze neni vyznamné¢ ovliviiovana odlehlymi
objekty.

U této metody se mohou objevit také tzv. zmatecné shluky.

Cilem Medianové metody je snaha odstranit nedostatek centroidni metody,
ktery byl popsan vyse. V literatufe se uvadi, zZe ,,... rozdilné pocty objekt u
shlukti zptasobi rozdilnou vahu prvnich dvou slozek rekurzivniho ptedpisu
centroidni metody, a tak se stava, Ze vlastnosti malych shluki se ve vysledném
sjednoceni ztraceji“. Medianova metoda je obdobou centroidni metody. Rozdil
spociva v tom, ze misto vzdalenosti mezi centroidy shlukl pouzivé vzdalenost

mezi mediany téchto shluki.

Wardova metoda (Wardova-Wishartova metoda) fesi princip shlukovani
odlisnym zptisobem nez vyse uvedené metody, které se zabyvaji optimalizaci
vzdalenosti mezi jednotlivymi shluky. Pfi této metod€é se minimalizuje
heterogenita shlukt, tj. shluky se vytvafeji pomoci maximalizace
vnitroshlukové homogenity. Mérou homogenity shlukii je vnitroshlukovy
soucet ¢tverct odchylek hodnot od priméru shluku. V literatufe se uvadi, ze
byvd pouzivdna ve spojeni s druhou mocninou Euklidovy vzdélenosti

definované vyse.
2.2 Metody pro pevné C-shlukovani

V této Casti jsou uvedeny metody shlukovani do predem stanoveného poctu
shluki, jejichz vysledkem je pevné pfifazeni objekt do disjunktnich shlukd.

Metody C-shlukovani ptedstavuji iterativni postupy, které zacinaji stanovenim
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pocatecnich centroidi, coz piedstavuje kliCcovy problém téchto metod
shlukovéani. Podle typu zvoleného centroidu jsou rozliSovany naptiklad

metody C-priméri a C-medoid.

Metoda C-pruméra je vhodna v pfipad¢, Ze jsou objekty charakterizovany
pouze kvantitativnimi proménnymi. Jedna se o piipad metody C-shlukovani,

kde jako centroidy shluki jsou vyuzity vektory aritmetickych pramért.

Metoda C-medoida je také vhodna pro ptipad, kdy jsou objekty
charakterizovany kvantitativnimi proménnymi. Nejprve se provede pocatecni
rozdé€leni objektt do r shlukt. Kazdy shluk je reprezentovan medoidem, coz je
objekt, pro ktery plati, ze praimérna vzdalenost k ostatnim objektim v tomto

shluku je minimalni.
2.3  Metody pro fuzzy shlukovani

Pti fuzzy shlukové analyze je pro kazdy i-ty objekt a h-ty shluk urcena mira
prislusnosti Uin, ktera piedstavuje piislusnost, ze dany objekt i je zafazen do h-
tého shluku. Jednd se o postup, ktery patii k nehierarchickym metodam
shlukovani. Jeho vyhodou je, Ze na rozdil od vySe uvedenych technik miize
indikovat zafazeni jednoho objektu do vice shlukl. Existuje mnoho metod,
kter¢é mohou byt aplikovany pro fuzzy shlukovani. Mezi né¢ lze zaradit
naptiklad algoritmus fuzzy C-primért, fuzzy C-medoidd ¢i algoritmus

FANNY.
2.4  Dvoukrokova shlukova analyza

Pro shlukovani objektd muze byt vyuzita tzv. dvoukrokova shlukova
analyza, kterd je implementovana v syst¢ému IBM SPSS. Tato metoda miize
byt vyuZita pro shlukovani objekttl, které jsou charakterizovany i samotnymi

nominalnimi proménnymi, pfipadné proménnymi riiznych typt. Obecné vSak
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jde o metodu urcenou pro shlukovani velkého mnozstvi objektl. Jako mira
vzdalenosti, resp. nepodobnosti mize byt vyuzita bud’ Euklidova mira (pouze
pro ptipad kvantitativnich proménnych) nebo vérohodnostni mira (pro

proménné rtiznych typt).
2.5  Zpracovani dat z oblasti shlukové analyzy

V nésledujici ¢asti textu bude demonstrovano pouziti shlukové na konkrétnim
prikladu. K feseni bude opét nejprve vyuzit systém SPSS, kde jsou tyto
postupy implementovany. Nasledné¢ bude provedena interpretace dil¢ich

vysledki a zavéra.

Priklad €. 1:

K demonstraci shlukové analyzy bude vyuzit velmi zndmy soubor urceny ke
klasifikaci tykajici se rostlin — Kosatcll s nazvem ,,Iris“. Soubor a podrobné
informace knému je mozné najit na  webové  adrese
https://archive.ics.uci.edu/ml/datasets/iris. Soubor uréeny ke klasifikaci
obsahuje celkem 150 kosatct téi druhu (Iris Setosa, Iris Versicolour, Iris
Virginica). Kazdy druh je zastoupen shodné 50 objekty a je charakterizovan
pomoci Ctyt kvantitativnich proménnych, jako jsou délka a Sitka okvétniho
listku a délka a Sitka kaliSniho listku, vZdy uvadéno v centimetrech. Pomoci
hierarchické shlukové analyzy proved'te klasifikaci jednotlivych objekti

(Kosatcil) a porovnejte se skutecnou prislusnosti do dané skupiny.
Reseni:
Vzhledem k faktu, ze je tikolem klasifikovat jednotlivé objekty do skupin,

uloha bude demonstrovana pomoci shlukové analyzy. U t€ nebyva pocet

shlukti (tfid) dopfedu znamy, nicméné, v nasem piipadé tuto informaci
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vyuzijeme k ndslednému hodnoceni metod shlukovani. Aktivace shlukové
analyzy v SPSS se provadi jednoduchym zpisobem, ktery je uveden na
obrazku 12.

Analyze Graphs Utilities Add-ons Window Help

Reports » 2 e
: i B
Descriptive Statistics | — '
Compare Means »
General Linear Model » var | var ]7 var

Generalized Linear Models®

Mixed Models »
Correlate »
Regression »
Loglinear »
Classify P | B TwoStep Cluster...
Dimension Reduction » K-Means Cluster..
Scale »

[f7ll Hierarchical Cluster...
Nonparametric Tests » T
B4 Discriminant...
Forecasting
[#] Nearest Neighbor...

Survival

v v w

Multiple Response
Quality Control
ROC Curve...

v

Obrazek €. 12: Spusténi shlukové analyzy v SPSS

V danou chvili je tieba zvolit skupinu metod shlukovani. ,,TwoStep Cluster* je
dvoukrokova shlukovéa analyza, ktera je vhodnd pro shlukovani velmi
rozsahlych datovych souborii nebo pro ptipad shlukovani, kdy jsou objekty
charakterizovany pomoci proménnych riznych typt (kvalitativni, pfipadné
jejich kombinace s kvantitativnimi proménnymi). ,,K-Means Cluster® je jeden

ze zpusobil nehierarchického zptisobu shlukovani.

Vzhledem k faktu, Ze je vnaSem piipadé tkolem shlukovat pomoci
hierarchickych metod shlukovani, provedeme tuto volbu tak, jak je patrné

Z obrazku 13.
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@ Hierarchical Cluster Analysis X

Variables(s):
& delka_kalisniho_listku
& sirka_kalisniho_listku

& delka_okvetniho_listku

& sirka_okvetniho_listku

Label Cases by:

rCluster

| ©cCases O Variables
rDisplay
| [/ statistics [ Plots

(Lok ][ paste | Reset | cancel|[ Help |

Obrazek €. 13: Spusténi shlukové analyzy v SPSS

Jiz pfipravené a vSechny Ctyfi charakterizujici proménné vloZime do okna
,Variable(s)“, a protoze u kazdého objektu zname jeho nazev, vlozime
oznaceni kosatec do ,,Label Cases by“. Dale ponechame standardné vybrané

zobrazeni jak statistik (Statistics), tak grafi (Plots).

V zélozce ,,Statistics™ je tieba zejména urc€it v ¢asti ,,Cluster Membership®, zda
je doptedu znamé zafazeni do urcitého poétu shlukd ,,Single solution* a nebo

nikoliv ,,None*.

@ Hierarchical Cluster Analysis: Statistics X

[ Agglomeration schedule
[ Proximity matrix

rCluster Membership—

None
@ Single solution

Number of clusters:

© Range of solutions

Lgontinue][ Cancel__] [ Help J
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Obrazek €. 14: Nastaveni poc¢tu shluka v SPSS

Vybér grafu provedeme zaSkrtnutim ,,Dendrogram* v okné Plot, jak je

uvedeno Vv obrazku 15.

tg} Hierarchical Cluster Analysis... X

[« Dendrogram
Icicle

@ All clusters
© Specified range of clusters

None

Orientation-

@A'Vemcal
@

[Continue] [ Cancel ] [ Help ]

Obrazek €. 15: Nastaveni poctu shluki v SPSS

Velmi dileZitym krokem je nastaveni metody shlukovani a miry, ktera bude
pii shlukovani pouzita. To se provadi vybérem zalozky ,,Cluster Method*, jak

je patrné z obrazku 16.

36



@ Hierarchical Cluster Analysis: Methed X

Cluster Method: |Nearest neighbor =
rMeasure
@ Interval: |Euclidean distance, 4
Power: _ vi‘ Root L -
Counts: fVCThl-'SQUSfE'-] measure b
Binary. |Squared Euclidean distance v |
Present: |1 Absent |0
~Transform Values Transform Measure
Standardize: |None ~ | || [C] Absolute values
@ By variable [ Change sign
@ By case || Rescale to 0-1 range

Obrazek ¢. 16: Nastaveni metod shlukovani v SPSS

Na vybér je cela fada metod shlukovani, jako je napiiklad metoda nejbliz§iho
souseda, nejvzdalengjsiho souseda, centroidni, medidnova ¢i Wardova metoda.

V nasem piipadé zacneme nejstar§i metodou, tedy metodou nejblizsiho

souseda.

37



#3 Hierarchical Cluster Analysis: Method X

Cluster Method: | Nearest neighbor ¥ i

Between-groups linkage
Within-groups linkage
® Interval: U Nearest neighbor
Furthest neighbor
|Centroid clustering
Counts: |Median clustering
Ward's method

rMeasure—

© Binary: S
rTransform Values- | rTransform Measure
Standardize: |None . J ["] Absolute values

@ By variable [7] Change sign
@ By case [7] Rescale to 0-1 range

o

[continue | [ cancel |[ Help |

Obrazek ¢. 17: Nabizené metody shlukovani v SPSS

Kromé metody shlukovani je tieba také zvolit ptislusSnou miru, kterou dana
metoda pii shlukovani vyuziva. Opét je na vybér cela tada, naptiklad mér
vzdalenosti, jako jsou Euklidova vzdalenost, ptipadné jeji ¢tverec, kosinova
mira, korelaéni koeficient, CebySevova vzdalenost, atd. V nagem piikladu

vyuzijeme velmi ¢asto pouzivanou a oblibenou Euklidovu miru vzdalenosti.

@ Hierarchical Cluster Analysis: Method X

Cluster Method: |Nearest neighbor =

rMeasure

@ Interval:

Euclidean distance

Squared Euclidean distance
© Counts: [Cosine

Pearson correlation

OBinan: | cnepychev

Transform Val Customized

Standardize: ?\lone x| ["] Absolute values

@ By variable [] Change sign

[7] Rescale to 0-1 range

[Cominue”_ Cancel,][ Help ]

Obrazek ¢. 18: Nabizené miry pfi shlukovani v SPSS
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Pro ptipad nestejnych mérnych jednotek byva doporucena transformace
proménnych, kterych je v SPSS taktéZz nabizena cela tada, jak je patrné
Z obrazku 19. Protoze jsou vSechny proménné ve stejnych mérnych

jednotkéch, v naSem ptikladu nebude provadéna zadna transformace.

Transform Values

Standardize: None i

None

Z scores

Range-1to 1

Range 0to 1

Maximum Magnitude of 1
Mean of 1

Standard deviation of 1

Obrazek ¢. 19: Nabizené transformace v SPSS

Pokud si budeme ptat vyznacit do pivodni datové matice piislusnost objektt
do shlukd, kterou ur¢i piislusna metoda shlukovani, v zalozce ,,Save*
vybereme ,,Single Solution* a nasledné vyzna¢ime pocet shluku, je-1i dopiedu
znam. V naSem piipad¢ poZadujeme zafazeni do jednoho ze tfi zndmych

shluku.

'&} Hierarchical Cluster Analysis: Save X

Cluster Membership

None
® Single solution

Number of clusters:

Range of solutions

(continue] _cancel |[_Help |

Obrazek €. 20: Volba zapisu ptislusnosti objektu do shluku v SPSS

Po spusténi takto zadanych hodnot v SPSS je v prvni tabulce vystupu shrnuto,

kolik objekt bylo shlukovano, pomoci jaké metody shlukovani a jaka byla
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vyuzita mira vzdalenosti. Pokud by v datové matici byly chybéjici hodnoty,

tato skutecnost by byla také ve vystupu na obrazku 21 zachycena.

Case Processing Summarya'b

Cases
Valid Missing Total
N Percent N Percent N Percent
150 100.0 0 0 150 100.0

a. Euclidean Distance used
h. Single Linkage

Obrazek €. 21: Obecny vystup shlukovani v SPSS

V dalsi ¢asti vystupu je zachyceno, jak je patrné z obrazku 22, jak jsou

postupné jednotlivé objekty (rostliny) zatazovany do shluk.

Cluster Membership

Case 3 Clusters
1:Iris-setosa
2:Iris-setosa
3lris-setosa
4:Iris-setosa
5:lris-setosa
6:lris-setosa
7:Iris-setosa

L S I - S N

Obrazek ¢. 22: Prifazeni objektl do shlukii v SPSS

Z obrazku 23 je patrny dendrogram, ktery jsme po zaskrtnuti volby ziskali. Je
Z ngj patrné, jak jsou jednotlivé druhy postupné zarazovany do jednotlivych

shluku.

fju“...‘\“::x-} HH‘ ‘ _L_ \THTHHH\*‘MH

Obrazek ¢. 23 lekany dendrogram z SPSS
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Pokud bychom chtéli ziskat charakteristiky jednotlivych ziskanych shlukt, je
tieba vyjadrit ,,$tépeni® analyz v karté Data. Ttidici faktor v naSem ptipadé
bude vytvoiend prislusnost ke shlukiim ur¢end metodou nejbliz§iho souseda
,oingle Linkage“. Protoze chceme mit vystup v jedné tabulce, abychom
jednotlivé skupiny mohli porovnat, vybereme moznost ,,Compare groups‘.
Pokud bychom chtéli mit informace o vytvofenych shlucich v samostatnych
tabulkach, zvolili bychom ,,Organize output by groups®. To vSe je patrné
Z obrazku 24.

#2 split File X

&b delka_kalisniho_list... Analyze all cases, do not create groups

@ sirka_kalisniho_listku| @ compare groups
&> delka_okvetniho_lis... N

&> sirka_okvetniho_list...
o4 kosatec Groups Based on:

> Single Linkage

@ Sort the file by grouping variables
© File is already sorted

Organize output by groups

Current Status: Analysis by groups is off.

[\ OK] [»gaste_][Beset_J[Cancel][ Help ]

Obrazek €. 24: Nastaveni $tépeni vystupl pro jednotlivé skupiny v SPSS

Z vystupu na obrazku 25 jsou ziejmé vybrané popisné charakteristiky pro
jednotlivé shluky (tfidy). Je ziejmé, ze metoda nejblizSiho souseda spravné
identifikovala prvni druh (iris-setosa). Ostatni dvé skupiny byly oddéleny
velmi $patné, protoZze do druhého shluku bylo navic nespravné zatazeno 48
rostlin ze tfetiho shluku. To mize byt zplUsobeno jednou z nevyhod této
jednoduché, nejstarsi metody shlukovéni s nazvem ,,fetézeni®.
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Descriptive Statistics

Single Linkage N Range Minimum | Maximum Mean Std. Deviation | Variance

1 delka_kalisniho_listku 50 1,50 4,30 5,80 5,0060 ,35249 124
sirka_kalisniho_listku 50 2,10 2,30 4,40 3,4180 ,38102 145
delka_okvetniho_listku 50 ,90 1,00 1,90 1,4640 17351 ,030
sirka_okvetniho_listku 50 50 10 .60 ,2440 10721 011
Valid N (listwise) 50

2 delka_kalisniho_listku 98 2,80 4,90 7,70 6,2306 63122 398
sirka_kalisniho_listku 98 1,60 2,00 3,60 2,8531 ,30804 ,095
delka_okvetniho_listku 98 3,90 3,00 6,90 4,8724 ,79894 638
sirka_okvetniho_listku 98 1,50 1,00 2,50 1,6673 42445 180
Valid N (listwise) 98

3 delka_kalisniho_listku 2 20 7,70 7,90 7,8000 14142 ,020
sirka_kalisniho_listku 2 ,00 3,80 3,80 3,8000 ,00000 ,000
delka_okvetniho_listku 2 30 6,40 6,70 6,5500 21213 ,045
sirka_okvetniho_listku 2 ,20 2,00 2,20 2,1000 14142 ,020
Valid N (listwise) 2

A4

Obrazek €. 25: Charakteristiky shluka ziskanych metodou nejbliz§iho souseda
v SPSS

Velmi oblibenou metodou shlukovani, ktera fesi proces shlukovani odlisnym
zpisobem, jak bylo uvedeno vyse (pomoci minimalizace vnitroshlukové a
maximalizace mezishlukové variability), je Wardova metoda. Proto si jeji
vysledky také stanovime a vzajemné porovname. Postup spusténi je obdobny
jako v ptedchozim piipadé, nyni vSak zvolime Wardovu metodu a k ni
vybereme Ctverec Euklidovy vzdélenosti. Pii praktickém navazani na
ptedchozi piiklad je tieba upozornit, ze v tuto chvili je tfeba deaktivovat
Stépeni souboru a opét analyzovat vSechny objekty soucasné. Nasledné je

mozné spustit proces shlukovani.

Case Processing Summarya'b

Cases
Valid Missing Total
N Percent N Percent N Percent
150 100,0 0 0 150 100,0

a. Squared Euclidean Distance used
h. Ward Linkage
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Obrazek ¢. 26: Zakladni charakteristiky ve vystupu pii pouziti Wardovy

metody v SPSS

Vystupy, které bychom nésledné ziskali, budou vzhledové identické, avSak

s rozdilnou klasifikaci objekti.

Abychom mohli porovnat tGspé$nost obou metod shlukovani, je opét tieba

spravné nastavit Stépeni souboru, tentokrat na zakladé¢ vysledkit Wardovy

metody, viz obrazek 27.

#2 split File

&> delka_kalisniho_list...
&> sirka_kalisniho_listku
&> delka_okvetniho_lis...
&) sirka_okvetniho_list...
o4 kosatec

Analyze all cases, do not create groups
@ Compare groups
Organize output by groups

Groups Based on:

X

&> Ward Method

@ Sort the file by grouping variables
File is already sorted

Current Status: Analysis by groups is off.

|_ 0K || Pas;t_e_H__Re_sAet Hcancel.ll, Help |

Obrazek &. 27: Stépeni analyz pro Wardovu metodu v SPSS

Po spusténi popisné statistiky a nastaveni vybranych charakteristik obdrzime

ve vystupu tabulku s jednotlivymi hodnotami tak, jak je patrné z obrazku 28.
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Descriptive Statistics

Ward Method N Range Minimum | Maximum Mean Std. Deviation | Variance

1 delka_kalisniho_listku 50 1,50 430 5,80 5,0060 35249 124
sirka_kalisniho_listku 50 2,10 2,30 4,40 3,4180 ,38102 145
delka_okvetniho_listku 50 .90 1,00 1,90 1,4640 17351 ,030
sirka_okvetniho_listku 50 50 10 60 2440 10721 011
Valid N (listwise) 50

2 delka_kalisniho_listku 64 2,10 4,90 7,00 59203 47616 227
sirka_kalisniho_listku 64 1,40 2,00 3,40 2,7516 29546 087
delka_okvetniho_listku 64 2,60 3,00 5,60 4,4203 52650 277
sirka_okvetniho_listku 64 1,40 1,00 2,40 1,4344 ,29289 ,086
Valid N (listwise) 64

3 delka_kalisniho_listku 36 1,70 6,20 7,90 6,8694 49154 242
sirka_kalisniho_listku 36 1,30 2,50 3,80 3,0861 ,28701 ,082
delka_okvetniho_listku 36 1,90 5,00 6,90 5,7694 ,48037 231
sirka_okvetniho_listku 36 .90 1,60 2,50 2,1056 ,24371 ,059
Valid N (listwise) 36

Obrazek €. 28: Charakteristiky shlukli ziskanych Wardovou metodou v SPSS

Z vystupu na obrazku 28 je ziejmé, ze 1 v tomto piipade byl prvni shluk (iris-
setosa) bezezbytku spravné urcen a vSech 50 rostlin je v ném obsazeno. Na
rozdil od metody nejblizsiho souseda, je u dalSich dvou zbyvajicich shluka
spravn¢ klasifikovano (zafazeno) vétsi mnozstvi objektd, a tak je ziejmé, ze

v

Wardova metoda je pii shlukovani objekti mnohem uspésné;si.

Abychom porovnali vysledky obou metod shlukovdni se skutecnymi
charakteristikami  jednotlivych  shluk®, vygenerujeme si  popisné
charakteristiky podle pfedem znadmého zafazeni objekti shluki do
jednotlivych druhti tak, jak je zfejmé z obrazku 29. Je patrné, ze vypoctené
charakteristiky druhu iris-setosa plné odpovidaji skutecnym charakteristikam,
tzn. opravdu byly vSechny objekty spravné klasifikovany. Je dale ziejmée, ze
14 rostlin iris-virginica bylo nespravné zatazeno do shluku iris-versicolor.
Tim, Ze jsme dopfedu znali pfislusnost objektli do shlukl, nyni miizeme
zhodnotit usp&Snost obou metod shlukovani. Je zfejmé, Ze pouziti Wardovy
metody vedlo k vysoké, 90,67% uspésnosti pii klasifikaci, coz je mozné

povazovat za velmi uspokojivy vysledek.
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Descriptive Statistics

kosatec Range Minimum | Maximum Mean Std. Deviation | Variance

Iris-setosa delka_kalisniho_listku 50 1,50 4,30 5,80 5,0060 35249 124
sirka_kalisniho_listku 50 2,10 2,30 4,40 3,4180 ,38102 145
delka_okvetniho_listku 50 .90 1,00 1,90 1,4640 17351 ,030
sirka_okvetniho_listku 50 50 10 .60 2440 10721 011
Valid N (listwise) 50

Iris-versicolor  delka_kalisniho_listku 50 2,10 4,90 7,00 5,9360 51617 ,266
sirka_kalisniho_listku 50 1,40 2,00 3,40 2,7700 31380 ,098
delka_okvetniho_listku 50 2,10 3,00 510 4,2600 46991 221
sirka_okvetniho_listku 50 .80 1,00 1,80 1,3260 19775 039
Valid N (listwise) 50

Iris-virginica delka_kalisniho_listku 50 3,00 4,90 7,90 6,5880 63588 404
sirka_kalisniho_listku 50 1,60 2,20 3,80 2,9740 ,32250 104
delka_okvetniho_listku 50 2,40 4,50 6,90 55520 55189 305
sirka_okvetniho_listku 50 1,10 1,40 2,50 2,0260 27465 075
Valid N (listwise) 50

Obrazek €. 29: Charakteristiky skute¢nych skupin kosatcti v SPSS
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3 Analyza (metoda) hlavnich komponent

Mezi vicerozmérné statistické metody, které jsou velmi oblibené, a tim padem
Casto pouzivané, lze také zaradit tzv. analyzu (metodu) hlavnich komponent,
anglicky Principal Component Analysis (PCA). Jejim primarnim cilem
nejcasteji byva uvadéna redukce (zjednoduseni) poctu proménnych takovym
zpusobem, aby doslo k co nejmensi ztrat€ informace z puvodnich proménnych.
Jestlize ma k tomuto ucelu byt vhodna prave analyza hlavnich komponent, je
tieba predpokladat vzajemnou zéavislost ptivodnich proménnych, kterou jsme
Vv kapitole o regresni analyze oznacili jako multikolinearitu. Pfed jejim
pocatkem tedy v rdmci pocatecni analyzy je nutné stanovit korela¢ni matici a
Zni zjistit, zda jsou proménné vziajemné korelované. Bez uvedeného

predpokladu by pouziti této metody ztracelo vyznam.

Princip této metody je mozné popsat jako tvorbu linedrni transformace
puvodnich proménnych na nové tak, Ze nové vytvofené proménné jsou
vzajemné nekorelované. Tyto nové proménné se oznacuji se jako tzv. hlavni
komponenty. Transformace, které se vyuziva ke tvorbé proménnych se, podle
(Meloun, 2005), nazyva jako Karhunen-Loevova nebo Hotellingova
tranfsormace. Z myslenky této metody vyplyva, ze poc¢et hlavnich komponent
je (vyrazn€) nizsi, nez je pocet puvodnich proménnych. Pokud by pocet
hlavnich komponent byl stejny jako pocet pivodnich proménnych, pouziti
metody by opét ztracelo smysl. Zakladnim atributem kazdé¢ hlavni komponenty
je charakteristika jeji variability (ménlivosti), kterou jsme popsali v prvnim
dilu nasi knihy, a oznacili ji jako rozptyl. Pii analyze hlavnich komponent jsou
jednotlivé komponenty sefazovany sestupné podle své dilezitosti z hlediska
podilu na vysvétlené variabilité a predstavuji jakysi skryty (latentni) atribut,
ktery je hledan tak, aby informace z pivodnich proménnych byla co nejvice

zachovana. Na rozdil od ptivodnich proménnych, které byly vyuzité naptiklad

46



ve vicerozmérné regresni analyze, nejsou nové komponenty piimo
pozorovatelné a jejich vécnd interpretace neni bezpodminecné nutna. Prvni
hlavni komponenta vysvétluje (definuje) nejvétsi ¢ast variability pivodnich
proménnych. Druha hlavni komponenta se snazi popsat nejveétsi cast zbylé
variability, ktera neni zahrnuta v prvni komponentné. Dulezitou vlastnosti je,
7ze je kolma na prvni hlavni komponentu. Tieti, a pak nasledné¢ i dalsi
komponenty, se snazi vysvétlit nejveétsi cast dosud nevysvétleného rozptylu
v pfedchozich komponentach a opét plati, Ze jsou kolmé na piedchozi
komponenty. Pti pouziti této metody byva uvadéno, ze odlehlé a extrémni
objekty je tfeba odstranit. V ptipadé, Ze jsou ptivodni proménné ve stejnych
mérnych jednotkach a v pripad€, Ze maji alespon pfiblizné€ stejnou variabilitu,
je vychodiskem této metody vybérova kovarianéni matice plivodnich
proménnych (ndhodnych veli¢in). Pokud tomu tak neni, vychodiskem je

nasledné korela¢ni matice.

V praxi lze metodu hlavnich komponent pouzit k samotnému snizeni poctu
puvodnich proménnych (bez toho, aniz bychom ztratili velké mnozstvi
informace), tedy ke sniZzeni rozméru (dimenze) dané ulohy. DalSim vhodnym
a Castym pouzitim byva napiiklad graficka presentace vicerozmérnych dat do
prostoru roviny, opét bez velkého poklesu mnoZstvi informace obsazené
V pivodnich proménnych. Neméné Castym pouZitim je odstranéni zdvazného
problému, ktery jsme popsali u regresni analyzy, tedy problému
multikolinearity o které jsme uvedli, ze v krajnim ptipadé zpiisobuje az
nepouzitelnost metody nejmensich ctvercli, a tedy nemoznost odhadu
parametrl regresniho modelu. V neposledni fad€ byva tato metoda vyuZzivana

v teorii jakosti.

Velmi dtlezitou soucasti této tlohy je stanoveni poc¢tu hlavnich komponent,

do kterych maji byt piivodni proménné transformovany. Jak bylo uvedeno
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vyse, je ziejmé, Ze jejich pocet by mél byt nizsi, nez pocet puvodnich
proménnych, jinak by uloha ztracela smysl. Pfi stanoveni jejich poctu se
obvykle mulze vychdzet zpodilu vysvétlené variability plvodnich
proménnych. Jak uvadi (Meloun, 2005), obvykle se voli tolik hlavnich
komponent, aby procento vysvétlené variability bylo z intervalu 70 az 90 %.
Pocet komponent je mozné stanovit také podle vlastnich Cisel, ktera byvaji
vetsi nez 1, ptipadné podle grafu vlastnich ¢isel komponent, kde je nalezen
zlom v grafu. V (Meloun, 2005) se dale uvadi, Ze byvaji vylouc¢eny hlavni
komponenty, pro které jsou vlastni vektory mensi nez 1, resp. je vhodné&jsi
vypoustét ty, jejichz vlastni ¢isla jsou nizsi nez 0,7. Pii praktickych ulohach
byva zvykem stanovit graf, tzv. Scree plot, v némz se na osu X nanasi hodnota
ptislusné komponenty (s maximalnim poctem rovnym poctu pivodnich

proménnych) a na osu Y se nanasi hodnota ptislusného vlastniho ¢isla.

Samotné parametry u jednotlivych hlavnich komponent neni mozné
porovnavat. Aby jim bylo mozné pfifadit logicky vyznam, stanovuji se tzv.
komponentni zatéze, coz jsou korelacni koeficienty, které vyjadiuji miru

linedrni zavislosti hlavnich komponent s piivodnimi proménnymi.

Vzhledem k tomu, Ze vystup analyzy hlavnich komponent je mnohdy vyuzivan
k dalsi analyze (naptiklad k jiz zminéné regresi ¢i ke shlukové analyze), byva
vhodné ur¢it pro kazdé z n pozorovani, hodnotu komponent, které se oznacuji

jako tzv. komponentni score.

Pokud bychom pouzili metodu hlavnich komponent v situaci, kdy proménné
nejsou vzijemné linearné =zavislé, vysledné feSeni v podobé hlavnich
komponent by odpovidalo plivodnim proménnym, a tedy nedoslo k zZadné

redukci proménnych.
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3.1  Zpracovani dat z oblasti analyzy hlavnich komponent

V nésledujici ¢asti textu bude demonstrovano pouziti metody hlavnich
komponent na konkrétnim ptikladu. K feseni bude opét nejprve vyuzit systém
SPSS, kde jsou tyto postupy implementovany. Nasledné¢ bude provedena

interpretace dil¢ich vysledkl a zavéra.

Priklad €. 1:

K demonstraci metody hlavnich komponent, stejné jako v ptipadé shlukové
analyzy, bude vyuzit velmi znamy soubor Kosatct s nazvem ,,Iris*. Soubor
sice neobsahuje velké mnozstvi proménnych (obsahuje pouze 4), avSak
z diivodu provazanosti a pochopeni souvislosti jej vyuzijeme i zde. Pro

ptipomenuti uvadime, Ze soubor obsahuje celkem 150 objekti.
Reseni:
Spusténi metody hlavnich komponent v SPSS se provadi zptisobem, ktery je

patrny z obrazku 30.
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Analyze Graphs Utilities Add-ons Window Help

Reports » E ﬂ :ﬁm ng
Descriptive Statistics » l‘ttrﬁ =
Compare Means »
General Linear Model ~ » |ka_okvetniho_listku
Generalized Linear Models 1.40
Mixed Models » 170
Correlate » A
Regression » 10
Loglinear » L
Classify » ::g
Dimension Reduction » /1, Factor... 60
Scale 4 140
Nonparametric Tests » 110
Forecasting L 120
MO ' 1,50
Multiple Response » 130
B8 simulation... 140
Quality Control » 1.70
B nan A 4cn

Obrazek €. 30: Spusténi metody hlavnich komponent analyzy v SPSS

Jak je z obrazku 30 patrné, spusténi metody hlavnich komponent se provadi
pres vybér tzv. faktorové analyzy (viz nasledujici kapitola). Po jejim vybéru je
tieba definovat pivodni proménné, které do analyzy hlavnich proménnych

vstupuji. To je zfejmé z obrazku 31.
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#3 Factor Analysis X

Variables:

@ kosatec | &> delka_kalisniho_list...
&b sirka_kalisniho_listku

& delka_okvetniho_lis...
@ &b sirka_okvetniho_list..

ISeIegtion Variable: |

alue

Obrazek ¢. 31: Spusténi metody hlavnich komponent analyzy v SPSS

V zalozce Descriptives si mtizeme nechat vygenerovat korelacni matici mezi
puvodnimi proménnymi a také pfislusné testy pro ovéfeni statistické

vyznamnosti danych zavislosti, jak je patrné z obrazku 32.

@ Factor Analysis: Descriptives X

~Statistics

["JiUnivariate descriptives
¥ Initial solution

rCorrelation Matrix-

¥/ Coefficients ] Inverse

'/ Significance levels | | Reproduced
| Determinant ["] Anti-image
(| KMO and Bartlett's test of sphericity

Obrazek €. 32: Spusténi metody hlavnich komponent analyzy v SPSS
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V zalozce Extraction vybereme metodu hlavnich komponent (Principal
components), dale si nechame vygenerovat graf oznaceny jako Scree plot a
Vv Casti Exact je tfeba vyznacit hodnotu vlastnich cisel, kterd bude hrani¢ni pro

tvorbu hlavnich komponent. V nasem piipad¢ zvolime napiiklad ¢islo 0,9.

Q Factor Analysis: Extraction X

Method: Principal components <]

Analyze Display

® Correlation matrix '/ Unrotated factor solution
© Covariance matrix '/ Scree plot

Extract

@® Based on Eigenvalue

Eigenvalues greater than:

© Fixed number of factors
Factors to extract:

Maximum lterations for Convergence:

(Continue] | Cancel || Help |

Obrazek €. 33: Spusténi metody hlavnich komponent analyzy v SPSS

V ptipadé, Ze chceme do piivodni datové matice ptidat nové sloupce, jejichz
pocet bude odpovidat poctu nove vytvarenych hlavnich komponent, zvolime
v zaloZzce Scores polozku Save as variables, piipadn¢ Display factor score

coefficient matrix.
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1\,& Factor Analysis: Factor Scores X

¥ iSave as variables

Method

@ Regression
© Bartlett
© Anderson-Rubin

/| Display factor score coefficient matrix

| continue | | cancel || Help |

Obrazek ¢. 34: Spusténi metody hlavnich komponent analyzy v SPSS

Po spusténi procedur podle vyse uvedeného zpisobu ziskame néasledujici
vystupy, které nalezneme v ptislusném vystupovém okné SPSS. Z obrazku 35
je patrna vybérova korela¢ni matice mezi pivodnimi proménnymi a p-hodnoty
ptislusnych testli. Vyplyva z ni vysoka velmi silné pfima zavislost mezi délkou
kali$nich listku a délkou okvétniho listku a $itkou okvétniho listku. Statisticka
vyznamnost je prokézana na vSech rozumnych hladinach vyznamnosti (0,01;

0,05, atd.), a tak je pouziti metody hlavnich komponent moZné povazovat za

rozumné.
Correlation Matrix
delka_kalisni | sirka_kalisnih | delka_okvetni sirka_okvetni
ho_listku o_listku ho_listku ho_listku
Correlation delka_kalisniho_listku 1,000 -109 872 818
sirka_kalisniho_listku -109 1,000 -4 -,357
delka_okvetniho_listku 872 -421 1,000 963
sirka_okvetniho_listku 818 -,357 963 1,000
Sig. (1-tailed)  delka_kalisniho_listku 091 ,000 ,000
sirka_kalisniho_listku 091 ,000 ,000
delka_okvetniho_listku 000 000 000
sirka_okvetniho_listku 000 000 ,000

Obrazek ¢. 35: Vystup metody hlavnich komponent analyzy v SPSS
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Z obrazku 36 jsou patrna vlastni ¢isla a podily vysvétlené variability pomoci
dan¢ komponenty. Je zfejmé, ze nejvyssi pocet hlavnich komponent je Ctyti
(odpovidd poctu puvodnich proménnych). Déle je zvystupu ziejmé
kumulativni procento vysvétlené variability. V pravé ¢asti tabulky je zifejmy
,vysledek* pro vybrany pocet hlavnich komponent, ktery v tomto piipade
odpovida poctu 2 (hrani¢ni hodnota u vlastnich ¢isel byla v naSem ptipadé
zvolena 0,9). Z vystupu je ziejmé, Ze pomoci dvou komponent bylo vysvétleno
95,80 % variability. Pokud by byly zvoleny c¢tyfi komponenty (coz jisté

postradd smysl), byla by vysvétlena vSechna variabilita ptvodnich

proménnych.
Total Variance Explained
Initial Eigenvalues Extraction Sums of Squared Loadings
Component Total % ofVariance | Cumulative % Total % of Variance | Cumulative %
1 2,911 72,770 72,770 2,91 72,770 72,770
2 921 23,031 95,801 921 23,031 95,801
3 147 3,684 99,485
4 021 515 100,000

Extraction Method: Principal Component Analysis.

Obrazek €. 36: Vystup metody hlavnich komponent analyzy v SPSS

Z grafu na obrazku 37 jsou patrné hodnoty vlastnich ¢isel (na ose Y) a ptisluSné

komponenty (na ose X).

Scree Plot

Eigenvalue

Component Number

Obrazek €. 37: Vystup metody hlavnich komponent analyzy v SPSS
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Pro vysledny pocet komponent je, jak je patrné z obrazku 38, mozné vycist
hodnoty korela¢nich koeficient ptivodnich proménnych k nové vytvarenym
komponentdm (komponentni zatéze). Je ziejmé, ze prvni tii promeénné (délka a
Sitka okvétniho listku a délka kaliSniho listku) vykazuji velmi silné korelace
s prvni komponentou (hodnota korelacniho koeficientu neklesd pod hodnotu
0,89) a proménna Sitka kaliSniho listku vykazuje velmi silnou korelaci

s druhou komponentou (hodnota korela¢niho koeficientu je 0,888).

Component Matrix®

Component

1 2
delka_okvetniho_listku 992 ,020
sirka_okvetniho_listku 965 ,063
delka_kalisniho_listku 891 357
sirka_kalisniho_listku -.449 888
Extraction Method: Principal Component

Analysis.
a. 2 components extracted.

Obrazek ¢. 38: Vystup metody hlavnich komponent analyzy v SPSS

Grafické zachyceni vazby pavodnich proménnych k vytvofenym

komponentdm je zifejmé z obrazku 39.

Component Plot

sirka_kalisniho_listku
o]

0,57
delka_kalisniho_listku
(o]

sirka_okvetniho_listku
o)

0 O
0 ‘delka_okvetniho_listku!

Component 2

-1,0 05 00 05 10
Component 1

Obrazek ¢. 39: Vystup metody hlavnich komponent analyzy v SPSS
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Odhadnuté parametry ptisluSené linedrni kombinace pro jednotlivé pavodni
proménné u vyslednych komponent je mozné vycist z tabulky na obrazku 40.
Ty je dale mozné vyuzit pro ziskani komponentnich scért u jednotlivych
objektti. Pokud bychom postupné dosazovali hodnoty ptivodnich proménnych
prondsobenych danymi parametry u dané komponenty z tabulky 40, ziskali

bychom pftislusnd komponentni score, ktera jsou naznacena na obrazku 41.

Component Score Coefficient Matrix

Component

1 2
delka_kalisniho_listku 306 ,388
sirka_kalisniho_listku -154 964
delka_okvetniho_listku 341 022
sirka_okvetniho_listku 332 ,068
Extraction Method: Principal Component

Analysis.
Component Scores.

Obrazek ¢. 40: Vystup metody hlavnich komponent analyzy v SPSS

Vyslednd komponentni score (ziskand postupnych dosazovanim parametrt
Z obrazku 40), jsou zachycena na obrazku 41 a splituji podminku vzéjemné
linearni nezavislosti, a proto je mozné jejich vyuziti pro dalsi vicerozmérné
analyzy, napiiklad pro vicerozmérnou regresni analyzu ¢i shlukovou analyzu,

jak bylo uvedeno vyse.
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FAC1_1

1,38329
-1,34605
-1,39545
-1,20955
1,42871
-1,30495
-1,36810
1,27856
1,26385
-1,35959
-1,29924
-1,54205
-1,28067
1,31524
1,28678

1,27944

-1,10646
-1,36693
-1,11843

FAC2_1

57

-.33071
- 59746
70068
1,57686
07743
25712
1,13720
- 46586
111171
16468
. 73635
- 97431
1,96256
282692
1.57188
53405
1,48607
1,20250
44700

Obrazek ¢. 41: Vystup metody hlavnich komponent analyzy v SPSS



4 Faktorova analyza

Faktorova analyza je, stejné¢ jako metoda hlavnich komponent, ktera byla
popsana v piedchozi kapitole, primarn¢ zaméfena na snizeni dimenze
vicerozmérné statistiky, tedy na zjednoduSeni rozméru ulohy. I v tomto
pfipadé¢ se predpoklada, ze existuje velké mnozstvi kvantitativnich
proménnych, které chceme nahradit mnohem mensim poctem novych
proménnych tak, abychom ztratili co nejmensi mnozstvi informace. Hlavnim
predpokladem pouziti této metody je, stejné jako u metody hlavnich
komponent, ze existuji vyznamné korelace (multikolinearita) mezi pivodnimi
proménnymi. Je tedy zfejmé, Ze pied samotnym zahdjenim této metody je opét
vhodné realizovat prizkumovou analyzu dat a zjistit korelace mezi ptivodnimi
proménnymi, jinak by pouziti této metody ztracelo smysl. Faktorova analyza
byva povazovana jako rozsifeni metody hlavnich komponent, pfi¢emz, na
rozdil od ni, se snazi o vysvétleni existujicich korelaci mezi pivodnimi
proménnymi. V tomto piipadé se z ptivodnich proménnych pomoci linearnich
kombinaci stanou nové proménné (tzv. faktory), které také nejsou v praxi
piimo méfitelné. Noveé faktory je pak také nasledné mozné vyuzit pro dalsi
analyzy, protoZe jsou opét vzajemné nezavislé. Jednotlivé parametry modelu
dané linearni kombinace plivodnich proménnych se nazyvaji faktorové zatéze.
Mezi nevyhodu této metody je, Ze jeji vysledek nemusi pfinaset jednoznacné
feSeni a je pomérné subjektivni a vysledna interpretace, jak se uvadi naptiklad
v (Stankovicova, 2007), maze byt mlhava. Faktorova analyza caste¢né
odstraiiuje n¢které problémy metody hlavnich komponent, av§ak kromé vyse
uvedené¢ho mé nedostatky, které spocivaji zejména ve vysoké subjektivité a
nejednoznacnosti feSeni. I pfi pouziti této metody je potieba urcit pocet

faktorti, do kterych budou ptivodni proménné transformovany.
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Pti matematickém vyjadieni modelu faktorové analyzy se opét piredpoklada,
ze mame N objekth charakterizovanych pomoci Kk piivodnich proménnych,
které maji vicerozmérné rozdéleni s k-¢lennym vektorem stiednich hodnot a
kovarian¢ni matici hodnosti k. Ve vysledku pak model piedpoklada, ze existuje
celkem g skrytych, neméfitelnych spoleénych faktort, kterych je vyrazné
mén¢, nez je pocet pivodnich proménnych. Pfi aplikaci této metody hledame
pro kazdou pivodni zjiSténou proménnou takovy ,,funkéni predpis®, kde
odhadujeme hodnoty tzv. faktorovych zatézi, které popisuji vliv i-tého faktoru
na j-tou puvodni proménnou. Jak uvadi (Stankovi¢ova, 2007), jednotlivé
faktorové zatéze predstavuji regresni koeficienty mezi ptivodnimi skutecné
naméienymi proménnymi a novymi nepozorovatelnymi faktory. Déle se uvadi,
7e pii splnéni uritych podminek se jedna o kovariance (miry zdvislosti) mezi
nimi. Pokud jsou plivodni proménné vyjadieny ve stejnych mérnych
jednotkach, dil¢i faktorové zatéze je mozné interpretovat jako ptispévek i-tého
odhadovaného faktoru na j-tou vysvétlovanou proménnou. Pokud bychom
vyuzili proces normovani, tj. nepracovali bychom s hodnotami ptvodnich
proménnych, ale s normovanymi daty (od ptivodnich hodnot bychom odecetli
jejich stiedni hodnotu a vydélili bychom smérodatnou odchylkou), odhadnuté
faktorové zatéze by pak predstavovaly korelacni koeficienty ptivodnich
proménnych a nové vytvorenych faktorti. Stejné jako v pfipadé metody
hlavnich komponent, jsou jednotlivé faktory nezavislé se stejnym
pravdépodobnostnim rozdélenim. Takovyto model byva oznaCovan jako

ortogonalni faktorovy model.

Pfi formulaci ortogonéalniho faktorového modelu, za urcitych predpokladi,
které jsou uvedeny napiiklad ve (Stankovi¢ova, 2007), je mozné vyjadfit urcité

dasledky:
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a) Rozptyl kazdé j-té puvodni proménné je mozné vyjadfit jako soucet
tzv. komunalit (rozptyl j-té ptvodni proménné, ktery je vysvétlen
pomoci g novych faktori) a rezidualniho rozptylu j-té proménné, ktery
se nepodatilo vysvétlit pomoci q faktort.

b) Kovarianci mezi libovolnou dvojici piivodnich proménnych je mozné

vyjadrtit pomoci faktorovych zatézi.

Komunalita j-té proménné u ortogonalniho faktorového modelu vznika jako
soucet Ctvercll jednotlivych faktorovych zatézi (vah) ziskanych odhadem
z faktorového modelu. V softwarovych produktech byva uvedeno vice
zpusobu, jak ziskavat odhady parametri faktorového modelu. Jedna z nich,
ktera byva velmi Casto v riznych softwarovych produktech (vcetné SPSS)
implementovana, je zminéna v pfedchozi kapitole. Jedné se o metodu hlavnich
komponent. Jak uvadi ruzni autofi, kazda metoda pfinasi jiné vysledky a nelze
jednoznacné fici, kterda metoda piindsi nejlepSi feSeni. Jak uvadi

(Stankovicova, 2007) pro dostatetn¢ velké vzorky a pro vysoky pocet

vysvétlujicich proménnych poskytuji metody podobné vysledky.

Dtlezitym vstupem pred zapocetim samotného procesu faktorové analyzy je
stanoveni poctu faktorti g, které budou z piivodnich proménnych vytvareny.
Casto byva uvadéno, ze pied pocatkem faktorové analyzy je vhodné zagit
metodou hlavnich komponent a urcit pocatecni odhad poctu faktorti. Vysledné
feSeni vSak byva Casto obtizné interpretovatelné, a tak se uvadi, Ze je vhodné
provadeét tzv. rotaci (téz transformaci) faktori. Cilem je ziskat takové feSeni,
aby ve vysledku bylo co nejvic faktorovych zatézi (vah) blizkych nule a
zaroven co nejvic zbyvajicich (ostatnich) vah blizké jedné. Rotace miize byt
ortogonalni (pravothla ¢i kolmd) ¢i kosothla (Sikma). Jak uvadi
(Stankovicova, 2007), ortogondlni rotace vede k feSeni s nekorelovanymi

faktory a kosouhla rotace vede k ziskani vyslednych zavislych faktori. Oba
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postupy jsou riznymi autory kritizovany i vychvalovany. Pfi stanoveni poctu
faktorti je vhodné vychazet i z teoretickych aspektl, a to i s ohledem na
naslednou interpretaci, kterd byva nékdy pozadovana, a volit jejich pocet tak,
aby doslo k co nejvétsimu vysvétleni celkového rozptylu. Kromé cile v podobé
ninterpretace® je vhodné stanovit pro kazdou jednotku tzv. faktorova skore, coz
jsou hodnoty nové vytvorenych, pfimo nemétitelnych proménnych. Tyto
hodnoty pak nasledné mohou vstupovat do dal§ich analyz, jak jiz bylo
uvedeno, naptiklad do vicerozmérné regresni analyzy ¢i do shlukové analyzy.
Metody pro odhad faktorovych skort jsou rizné. Jak uvadi (Stankovicova,
2007), muze jit naptiklad o vicenasobnou regresni metodu, Bartlettovu metodu
¢i Harmanovu metodu, atd. Pfi aplikaci faktorové analyzy vsak byva vhodné
urcit, zda plivodni data, kterd mame k dispozici, jsou pro faktorovou analyzu
vhodna. K tomu existuji rizné zplsoby, napiiklad stanoveni KMO statistiky
(Kaiser's Measure of Sampling Adequancy), ktera vyjadiuje celkovou miru
vhodnosti dat pro faktorovou analyzu. Jak uvadi (Stankovicova, 2007), je
vhodné, aby dand data spliiovala podminku, Ze jejich KMO statistika je vySsi
nez 0,8. Hodnoty pfiblizn€ rovné ¢islu 0,6 jsou uvadény jako ,,v toleranci‘.
Dalsim moznosti, jak ovétit vhodnost dat, je naptiklad Bartlettiv test, jehoz

testovana hypotéza tvrdi nevhodnost dat pro faktorovou analyzu.
41  Zpracovani dat z oblasti faktorové analyzy

V této textu si ukaZeme aplikaci faktorové analyzy na praktickém datovém
souboru. K feseni bude opét vyuzit systém SPSS, kde jsou tyto postupy vhodné

implementovany.

Piiklad €. 1:

K demonstraci faktorové analyzy opét pouzijeme soubor, ktery jsme vyuzivali

Vv piedchozich kapitolach, tj. soubor Kosatcti s nazvem ,,Iris“. Jak je jiz znamo,
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soubor obsahuje ¢tyfi proménné a kazdé ze ti skupin je stejné velka a obsahuje

50 objektd. Celkovy pocet objektt je, jak jsme si jiz uvedli vyse, 150.
Reseni:

Spusteéni faktorové analyzy v SPSS je patrné z obrazkt 42 az 47.

Analyze Graphs Utilities Add-ons Window Help

Reports » 8 £
- I H %D
Descriptive Statistics » ]

Compare Means »

General Linear Model » |ka_okvetniho_listku

Generalized Linear Models 1.40
Mixed Models > 1.70
Correlate » 140
Regression » 1.50
Loglinear » 130
Classify » i
- 4,50
Dimension Reduction  » | & Factor... 60

Scale »
= 1,40

i »
Nonparametric Tests 110
Forecasting » 1920
Survival » 150
Multiple Response » 1130
5 simulation... 140
Quality Control » 170
[ B N 4cn

Obrazek ¢. 42: Spusténi faktorové analyzy v SPSS

Z obréazku 42 je ziejmé, kde nalezneme proceduru faktorové analyzy. V dal§im
kroku, ktery je ziejmy z obrazku 43, je nutné vybrat pivodni proménné, na
jejichz zakladé budou vytvafeny nové faktory. V nasem piipadé zvolime
vSechny Ctyfi Ciselné charakteristiky Kostaci, tedy délku a Sifku kaliSniho

listku, délku a Sitku okvétniho listku.
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3 ractor Analysis X

Variables:

&4 kosatec | &b delka_kalisniho_list...
&b sirka_kalisniho_listku
& delka_okvetniho_lis...

&) sirka_okvetniho_list...

lSelegtion Variable: |

lue

Obrazek ¢. 43: Spusténi faktorové analyzy v SPSS

Popisné charakteristiky, stejn¢€ jako v pfedchozi ¢asti textu vénované metod¢
hlavnich komponent, ziskdme vybérem a nastavenim podle obrazku 44. Pokud
bychom chtéli ziskat pfedstavu o vhodnosti pouZiti faktorové analyzy pro dana
konkrétni data, mizeme zvolit KMO statistiku, pfipadné dalsi typ testu

nazvany Bartlett s test of sphericity.
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@ Factor Analysis: Descriptives X

Statistics

¥ Initial solution

|{Univariate descriptives

Correlation Matrix

'/ Coefficients | Inverse

'/ Significance levels | | Reproduced
|| Determinant | Anti-image
| KMO and Bartlett's test of sphericity

|Continue |_cancel || Help |

Obrazek ¢. 44: Spusténi faktorové analyzy v SPSS

V dalSim okné zobrazeném na obrazku 45 ozna¢eném ,,Extraction® zvolime
metodu, s jejiz pomoci bude model vytvafen. Zaroven je tieba nastavit pravidlo
pro pocet vytvafenych faktor. V tomto piipadé, na rozdil od pfedchazejici
kapitoly, miizeme zvolit napiiklad hrani¢ni hodnotu vlastniho ¢isla pro tvorbu
faktort 1. Druhou mozZnosti je vybrat fixné pocet vytvarenych faktord,
napiiklad s ohledem na teoretické znalosti dané problematiky, v ¢asti oznacené

jako ,,Fixed number of factors®.
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t@, Factor Analysis: Extraction X

Method:

Principal components

rAnalyze— ay—

Unweighted least squares
© Corrd generalized least squares
© CovalMaximum likelihood cree plot

: -|Principal axis factoring

~Extract—{Alpha factoring
® Basel/mage factoring

Eigenvalues greater than:

© Fixed number of factors
Factors to extract

nrotated factor solution

Maximum Iterations for Convergence:

[continue | [ cancel |[ Heip |

Obrazek €. 45: Spusténi faktorové analyzy v SPSS

V okn¢ ,,Rotation®, jak je patrné z obrazku ¢islo 46, miZeme nastavit vyse
zminénou rotaci faktori pomoci vybranych metod s cilem ziskdni takovych
vysledkd, které nam pomohou Iépe interpretovat ziskané vysledky. To je

samoziejmé smysluplné v ptipad¢, ze ziskame alespon dva vysledné faktory.

G Factor Analysis: Rotation X
rMethod-

Quartimax

Equamax

© Direct Oblimin © Promax

rDisplay-
¥ Rotated solution [ Loading plot(s)

Maximum lterations for Convergence:
[Continug][ Cancel ] ~ Help

Obrazek €. 46: Spusténi faktorové analyzy v SPSS
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Pokud chceme, aby ve vysledné datové matici byly zachyceny hodnoty
odhadnutych faktorovych scérti pro jednotlivé objekty, vybereme moznost
,,oave as variables* podle navodu na obrazku 47. K tomu jsou opét k dispozici
ruzné metody. My si zvolime prvni oznacenou, tedy metodu vyuzivajici

regresni analyzu. Z okna je patrné, Ze existuje i napiiklad Bartlettova metoda.

t'? Factor Analysis: Factor Scores X

Method

® Regression
© Bartlett
© Anderson-Rubin

["] Display factor score coefficient matrix

[Continue][ Cancel ][ Help ]

Obrazek ¢. 47: Spusténi faktorové analyzy v SPSS

Pokud postupujeme podle vyse zvolenych obrazki, po spusténi faktorové

analyzy ziskdme vystupy, které jsou ziejmé z obrazku 48 a 49.

Z obrazku 48 jsou patrné hodnoty jednotlivych charakteristik a parametrt.
Z vystupu je ziejmé, ze vysledny vytvareny faktor, ktery splituje zvolenou
podminku vlastnich ¢isel vétsich nez jedna, je pouze jediny. Z tohoto diivodu
také nebyla vyuzita rotace faktord. Z prvni tabulky jsou k dispozici hodnoty
vySe popsanych komunalit, které ptedstavuji hodnoty rozptyli pro dané
pivodni proménné vysvétlené pomoci  novych faktorti (v naSem ptipadé
s pomoci jediného faktoru). Pomoci vysledného faktoru, jak je patrné z druhé
tabulky na obrazku 48, se podafilo vysvétlit 72, 77 % celkové variability.
Pokud bychom zvolili podminku vlastnich cisel stejné jako v predchozi
kapitole, pocet vytvatenych faktori by byl roven hodnoté dva a doslo by ke

zvySeni podilu vysvétlené variability. Ze tfeti tabulky na obrazku 48 jsou
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patrné hodnoty faktorovych zatézi, které bychom mohli vyuzit pro ziskani

konkrétnich faktorovych scort jednotlivych objekti.

Communalities

Initial Extraction
delka_kalisniho_listku 1,000 794
sirka_kalisniho_listku 1,000 ,202
delka_okvetniho_listku 1,000 ,983
sirka_okvetniho_listku 1,000 ,931
Extraction Method: Principal Component
Analysis.

Total Variance Explained

Initial Eigenvalues Extraction Sums of Squared Loadings
Component Total % of Variance | Cumulative % Total % of Variance | Cumulative %
1 2,911 72,770 72,770 2,911 72,770 72,770
2 921 23,031 95,801
3 147 3,684 99,485
4 021 515 100,000

Extraction Method: Principal Component Analysis.

Component Matrix®
Component
1
delka_kalisniho_listku 891
sirka_kalisniho_listku -,449
delka_okvetniho_listku 992
sirka_okvetniho_listku 965

Extraction Method: Principal
Component Analysis.

a. 1 components extracted.

Obrazek ¢. 48: Vystup faktorové analyzy v SPSS

Z obrazku 49 jsou patrné ziskané hodnoty jednotlivych nové vytvotenych
faktorovych scort (za pomoci faktorovych zat€zi z obrazku 48), které je mozné

vyuzit pro potieby dalSich analyz.
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| FAC1_1 |
-1,32288
-1,21883
-1,38329
-1,34605
-1,39545
-1,20955
-1,42871
-1,30495
-1,36810
1,27856
1,26385
-1,35959

Obrazek ¢. 49: Vystup faktorové analyzy v SPSS
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3) Diskrimina¢ni analyza

Mezi oblibené klasifikacni metody, jejichz cilem je zafazovani objektd do
piedem znédmych skupin, lze zaradit diskrimina¢ni analyzu. Diskriminaéni
analyzu lze také chapat jako metodu zkoumani zavislosti, kdy uzivatel hleda
zavislost jedné kvalitativni proménné na skupiné K kvantitativnich
proménnych, které se nazyvaji diskriminatory. Tato metoda je vhodna pro
piipad, kdy jsou doptfedu znamé vysledné skupiny a uzivatel chce nalézt jakési
,pravidlo®, podle néhoz bude moci nasledné zarazovat dalsi (nové) objekty.
Pivodné nezatfazeny objekt je zafazen do dané skupiny na zaklad¢ nejveétsi
miry podobnosti, resp. nejmensi vzdélenosti od existujici tfidy (skupiny).
Znalost €1 neznalost ptisluSnosti objektl do skupiny pted pocatkem analyzy je

zékladni rozdil v pouziti shlukové a diskriminaéni analyzy.

Pii ulohach diskriminani analyzy je tedy nutné najit diskriminacni
(ptifazovaci) pravidlo, které byva oznacovéano jako diskriminacni funkce,
S jehoZ pomoci se zatazuji objekty do skupin. Pfi tvorbé diskrimina¢ni funkce
je tieba rozlisit, zda analytik pfesné vi, jaké proménné jsou vhodné pro tvorbu
funkce, ¢i zda je tfeba v rdmci analyzy vybrat vhodné proménné pro tvorbu
hledané diskriminacni funkce. V prvnim ptipad¢ je vhodnd tzv. kanonicka
diskriminacni analyza, ve druhém piipadé¢ je vhodna tzv. krokova
diskriminacni analyza. Volba krokové diskrimina¢ni analyzy byvéa vhodna
zejména v ptipadé, kdy je k dispozici velky pocet proménnych a analytik ma

za kol s posloupnosti krokové diskrimina¢ni analyzy vybrat pouze ty nejlepsi.

Mezi nejznamé;jsi metody kanonické diskriminacni analyzy (do tlohy vstupuji
vSechny predem vybrané proménné) byva zarazovdna Fisherova linedrni
diskriminac¢ni funkce, ktera je vhodné v ptipad¢ vicerozmérného normalniho

rozdé€leni se stejnymi kovarianénimi maticemi. Vzhledem k robustnosti této
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metody je mozné jeji pouziti i pii nesplnéni téchto predpokladi. Pti vyuziti
Fisherovy linearni diskrimina¢ni funkce dochazi k maximalizaci Fisherova
kanonického diskrimina¢niho kritéria, které pfedstavuje pomér mezi
meziskupinovou a vnitroskupinovou variabilitou. Vystupem bude tolik
klasifika¢nich (diskriminac¢nich) funkci, kolik je celkovy pocet skupin. Pred
pocatkem fteSeni ulohy by méla byt otestovana shoda rozptyld, resp.
kovariacnich matic (v ¢lenéni podle skupin) a shoda stfednich hodnot uvnitf
jednotlivych skupin. Pro piipad Fisherovy linedrni diskriminacni funkce je
vhodné, aby vnitroskupinové kovarianéni matice byly shodné, v opacném
ptipadé je vhodné zvolit kvadratickou diskriminacni funkci ¢i logistickou

diskriminaci, jak je uvedeno napiiklad v (Stankovicova, 2007).

Pti pouziti linedrni diskriminaéni funkce jsou vysledkem tzv. Fisherovy
linearni diskrimina¢ni funkce, S jejichz cilem jsou vytvafeny hodnoty tzv.
kanonickych promeénnych, které jsou vzajemné nezavislé a vyjadiuji celkovou
variabilitu ptivodnich proménnych. Tyto funkce byvaji uspofadany sestupné
podle hodnoty vlastniho ¢isla a kazda znich slouzi k vysvétleni celkové
variability ptivodnich proménnych. Pro vice neZ jednu diskriminacni funkci je
nutné ovétit, zda na rozliSeni vSech hledanych skupin je tfeba vyuZzit vSech
s diskriminaénich funkci, &i je mozné vyuzit mensi pocet. Cislo s piedstavuje
mensi Cislo z poctu proménnych a poctu vytvarenych skupin minus jedna. Pro
jednotlivé piivodni proménné je vhodné stanovit tzv. diskriminacni koeficienty
(vahy), které slouzi k urceni jejich piispévku pro tvorbu (oddéleni) g skupin.
Jejich interpretace je analogickd, jako je interpretace dil¢ich regresnich
koeficientd. Dale byvd vhodné stanovit korelacni koeficienty (strukturni
koeficienty), které vyjadiuji jednoduchou korelaci mezi ptivodni proménnou a
vytvofenou diskrimina¢ni funkei. 1 v tomto pfipad¢ je dilezit¢é znaménko

tohoto koeficientu.
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Zatazovani novych objektti do skupin q pomoci diskrimina¢ni tlohy je mozné
resit riznymi zpusoby. Podle (Stankovi¢ova, 2007) se bud’ jedna o zatazovani
podle kritické hodnoty diskrimina¢niho skore nebo podle bayesovské teorie
rozhodovani, ptfipadné¢ jde o zafazovani objektl s vyuzitim klasifika¢nich

funkci ¢i se jedna o klasifikaci podle Mahalanobisovy vzdalenosti.

Pii  vyuziti klasifika¢nich funkci (napfiklad Fisherovych linearnich
diskriminac¢nich funkci) stanovenych pro kazdou z g skupin se postupuje tak,
7e se vypocita klasifikacni skore kazdé noveé zatazované statistické jednotky.
Ta je zatazena do té skupiny, pro kterou byla dosazena nejvyssi hodnota tohoto
klasifika¢niho skoére. Pfi klasifikaci pomoci Mahalanobisovy vzdalenosti se
postupuje tak, ze se stanovi Mahalanobisova vzdalenost kazd¢ zatazované
statistické jednotky od centroidu kazdé skupiny. Nov¢ klasifikovana jednotka
je zafazena do té skupiny, jejiz vzdalenost od centroidu dané skupiny je

nejmensi.

Pted zapocetim klasifikace novych jednotek je vhodné, aby byla ovétena jeji
presnost. K tomu existuji rtizné metody. Jednou z nich je, pfi dostatecné
velkém rozsahu vybérového vzorku, rozdéleni plivodniho souboru na dvé ¢asti.
Prvni ¢ast souboru se vyuzije k odhadu klasifika¢niho kritéria a na druhé ¢asti
(nevyuzitych jednotek) souboru se provede kontrola klasifikace. Vysledkem
tohoto postupu byva ziskdni nezkresleného odhadu ptesnosti klasifikace. Pti
rozd€lovani souboru na dvé takovéto Casti nebyva obvykle jednoznaéné
definovano, v jakém pomeéru maji byt soubory rozdéleny na ¢ast pro tvorbu
diskriminac¢ni funkce a jakéa cast souboru ma byt vyuzita pro jeji kontrolu.
Jinou moznosti je tzv. krizové ovéreni presnosti, kdy se postupuje takovym
zpisobem, ze se pifi odhadu klasifika¢niho kritéria vynechd jeden objekt.
Nasledné se klasifikuje dany objekt do nékteré ze skupin. Timto zptisobem se

postupuje tak dlouho, dokud neni klasifikovano vSech n objektti. Na zaklad¢
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tohoto zptsobu zkoumani piesnosti je podle (Stankovic¢ova, 2007) ziskan

nejméné vychyleny odhad miry presnosti.
5.1  Zpracovani dat z oblasti diskrimina¢ni analyzy

V této textu si ukazeme aplikaci diskriminacni analyzy opét na jiz zndmém a
dobie popsaném datovém souboru Iris. Kilustraci diskrimina¢ni analyzy

V této Casti textu opét vyuzijeme nejprve systém SPSS.

Priklad €. 1:

Na zakladé datového souboru ,,Iris“ se pokusime odhadnout Fisherovu linearni
diskrimina¢ni funkci a ovéfit G¢innost diskriminace pro kazdou ze skupin,
jejichz ptivodni velikosti jsou 50 objektli. Vyuzijeme k tomu vSechny ptivodni
proménne.

Reseni:

Proces aktivace diskriminac¢ni analyzy je patrny z obrazkl 50 az 54. Z obrazku

50 je zfeyjmé umisténi diskrimina¢ni analyzy v SPSS.
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Analyze Graphs Utilities Add-ons Window Help

Reports » E] H ;%‘; “‘“h:z %
Descriptive Statistics > L U

Compare Means »

General Linear Model » |ka_okvetniho_listku | sirka_ol
Generalized Linear Models 1.40

Mixed Models » 1.40

Correlate » 1,30
Regression » 1.50

Loglinear » 1‘_‘_?

Classify P | B2 TwoStep Cluster...
Dimension Reduction » a K-Means Cluster...

Scale »

[Tl Hierarchical Cluster...

Nonparametric Tests 4 T
M Discriminant...

Forecasting » :
s R E Nearest Neighbor...
T .60
Multiple Response » 140
B8 simulation... 110
Quality Control » 1.20
ROC Curve... 1.50

Obrazek €. 50: Spusténi diskriminaéni analyzy v SPSS

Do hlavniho menu, po vybéru diskriminac¢ni analyzy, je tfeba vyznacit vSechny
proménné, s jejichz pomoci bude vytvafena diskriminaéni funkce. V nasem
pripad¢ se opét jedna o proménné délka a sitka kaliSniho listku, délka a Sitka
okvétniho listku. Dale je tfeba vyznacit klasifika¢ni proménnou, ktera piifazuje
jednotlivym skute€nym objekttim jejich realné ptifazeni do znamych skupin.
Vybérem ,,Define Range®, jak je patrné na obrazku 51, musime vyznacit ¢isla
jednotlivych piifazenych skupin podle realného zatazeni n ptivodnich objektt.
V tomto okné je také tieba vyznacit, zda bude vyuzita kanonicka diskriminac¢ni

analyza ,,Enter independents together“, a nebo bude vyuzita krokova
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diskriminac¢ni analyza, S jejiz pomoci budou vybirany vhodné proménné pro
diskriminaci. Dal$i nastaveni ke krokov¢ diskriminaéni analyze by nasledovalo
v zalozce ,,Method®. V nasem piipadé zvolime vSechny proménné ke tvorbé

vyslednych diskrimina¢nich funkci.

t@n Discriminant Analysis %

Grouping Variable:
[ kosatec(13) -

_Define Range... |

Independents:

& delka_kalisniho_listku
& sirka_kalisniho_listku
& delka_okvetniho_listku

& sirka_okvetniho_listku

@ Enter independents together
© Use stepwise method
Selection Variable:

(_ok [ Paste |[ Reset |[ cancel|[ Heip |

Obrazek €. 51: Spusténi diskriminaéni analyzy v SPSS

V okné¢ na obrazku 52 vyznaime, jaké popisné charakteristiky chceme
vygenerovat. Dale vyznacime, Ze vyuzivame Fisherovu linearni diskriminacni
funkci a chceme ziskat odhady jednotlivych koeficientli Fisherovy linearni

diskriminaéni funkce.

"\a Discriminant Analysis: Statistics X
rDescriptives———— Matrices

@ [T] within-groups correlation

[T] Univariate ANOVAS [~] within-groups covariance

[7] Boxs M [] Separate-groups covariance

[7] Total covariance
-Function Coefficients —

[ Fishers
[7] Unstandardized

LConﬁnueJ L_chel ][__flelp ]

74



Obrazek ¢. 52: Spusténi diskrimina¢ni analyzy v SPSS

Dopliikové charakteristiky pro hodnoceni vysledné klasifikace vybereme
podle navodu na obrazku 53. Stejné tak si v daném okné mizeme zvolit graf,
ktery bude nasledné vygenerovan do vystupu. Pokud chceme ziskat predstavu
o ptesnosti vysledné klasifikace, nechdme si zobrazit kiizové ovéreni piesnosti

klasifikace pomoci ,,Leave-one-out classification®.

@ Discriminant Analysis: Classification X
~Prior Probabilities 1 Use Covariance Matrix—

® All groups equal ® within-groups

© Compute from group sizes © Separate-groups
-Display- 1 rPlots-

[ Casewise results [¥| Combined-groups

["] Limit cases to first: ["] Separate-groups

(¥l Summary table ["] Territorial map

¥ §Lea\_/e-0ne-out classiﬁcatiori

["] Replace missing values with mean

(Continue ] _cancel |[_Heip |

Obrazek €. 53: Spusténi diskriminaéni analyzy v SPSS

Pokud mame zijem, aby do pivodni datové matice byla vygenerovana
,hypoteticka™ pfifazeni objektl do skupin na zakladé¢ dané diskrimina¢ni
funkce, zvolime ,,Predicted group membership®, pokud chceme zobrazit
hodnoty diskriminac¢nich skoért zvolime ,,Discriminant scores®. Mame-li
zajem o zobrazeni pravdépodobnosti zafazeni objektli do jednotlivych skupin
ve vystupu, zvolime ,,Probabilities of group membership“ tak, jak je

zachyceno na obrazku 54.
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1@ Discriminant Analysis: Save X

[/l Predicted group membership
[/ Discriminant scores

MEP[obabilities of group membershipf

rExport model information to XML file

| | Lgrow.se... |

(Continue ] [ _cancel |[ Heip |

Obrazek €. 54: Spusténi diskrimina¢ni analyzy v SPSS

Po spusténi diskriminaéni analyzy podle vySe popsaného navodu ziskame
vystupy, které jsou patrné z obrazkti 55 — 62. Z obrazku 55 jsou patrné popisné
charakteristiky pro jednotlivé kosatce, které jiz zname z piechozich kapitol. Je
zde uveden prumér (mean), smérodatna odchylka (Std. Deviation) pro kazdy
druh kosatcli. V tomto vystupu jsou uvedeny také jednotlivé velikosti danych

skupin a jim pfifazené vahy.

Group Statistics
Valid N (listwise)
kosatec Mean Std. Deviation | Unweighted [ Weighted
Iris-setosa delka_kalisniho_listku 5,0060 35249 50 50,000
sirka_kalisniho_listku 3,4180 38102 50 50,000
delka_okvetniho_listku 1,4640 17351 50 50,000
sirka_okvetniho_listku 2440 10721 50 50,000
Iris-versicolor  delka_kalisniho_listku 59360 51617 50 50,000
sirka_kalisniho_listku 2,7700 31380 50 50,000
delka_okvetniho_listku 42600 46991 50 50,000
sirka_okvetniho_listku 1,3260 19775 50 50,000
Iris-virginica delka_kalisniho_listku 6,5880 63588 50 50,000
sirka_kalisniho_listku 2,9740 32250 50 50,000
delka_okvetniho_listku 55520 55189 50 50,000
sirka_okvetniho_listku 2,0260 27465 50 50,000
Total delka_kalisniho_listku 58433 82807 150 150,000
sirka_kalisniho_listku 3,0540 43359 150 150,000
delka_okvetniho_listku 3,7587 1,76442 150 150,000
sirka_okvetniho_listku 1,1987 76316 150 150,000

Obrazek €. 55: Vystup diskrimina¢ni analyzy v SPSS
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Pokud jsme postupovali podle vySe uvedenych obrazki, ziskame jednotlivé

vystupy diskrimina¢ni analyzy, které jsou zachyceny na obrazku 56.

Z vystupu je ziejmé, ze pro dostate¢né odliSeni nami definovanych skupin by
postacily dvé diskrimina¢ni funkce. V prvni tabulce jsou uvedeny hodnoty
vlastnich Cisel a piislusné procento vysvétlené variability. Ve tieti tabulce
uvedeného  vystupu jsou zobrazeny hodnoty standardizovanych
diskrimina¢nich koeficientii (vah) a ve Ctvrté tabulce hodnoty korelaénich
koeficienti mezi danou proménnou a vytvorenou diskriminaéni funkeci

(strukturni koeficienty).
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Analysis 1

Summary of Canonical Discriminant Functions

Eigenvalues
Canonical
Function | Eigenvalue | % ofVariance | Cumulative % Correlation
1 32,2727 99,1 991 985
2 2782 9 100,0 466

a. First 2 canonical discriminant functions were used in the analysis.

Wilks' Lambda

Wilks'
Test of Function(s) Lambda Chi-square df Sig.
1 through 2 024 545577 8 ,000
2 783 35,641 ,000

Standardized Canonical Discriminant

Function Coefficients
Function
1 2
delka_kalisniho_listku -,422 017
sirka_kalisniho_listku -527 734
delka_okvetniho_listku 940 -,400
sirka_okvetniho_listku 585 575
Structure Matrix
Function
1 2
delka_okvetniho_listku 705 166
sirka_kalisniho_listku - 116 ,867'
sirka_okvetniho_listiu 632 740
delka_kalisniho_listku 222 31 4

Pooled within-groups correlations between
discriminating variables and standardized
canonical discriminant functions

Variahles ordered hy absolute size of
correlation within function.

* Largest absolute correlation between
each variahle and any discriminant
function

Obrazek ¢. 56: Vystup diskrimina¢ni analyzy v SPSS
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Z vystupu na obrazku 57 jsou patrné centroidy pro ptipadné méteni vzdalenosti

pomoci Mahalanobisovy vzdalenosti.

Functions at Group Centroids

Function
kosatec 1 2
Iris-setosa -7,616 :21:3
Iris-versicolor 1,822 -718
Iris-virginica 5,793 505

Unstandardized canonical
discriminant functions evaluated at
group means

Obrazek ¢. 57: Vystup diskrimina¢ni analyzy v SPSS

Z vystupu na obrazku 58 jsou patrné klasifikacni charakteristiky. V prvni

tabulce je zfejmé, Ze bylo klasifikovano 150 objekti.

Classification Statistics

Classification Processing Summary

Processed 150

Excluded  Missing or out-of-range
group codes

Atleast one missing
discriminating variahle

Used in Output 150

Prior Probabilities for Groups

Cases Used in Analysis
kosatec Prior Unweighted | Weighted
Iris-setosa 333 50 50,000
Iris-versicolor 333 50 50,000
Iris-virginica 333 50 50,000
Total 1,000 150 150,000

Classification Function Coefficients

kosatec
Iris-setosa | Iris-versicolor | Iris-virginica
delka_kalisniho_listku 23,466 15,703 12,491
sirka_kalisniho_listku 23,568 6,954 3,444
delka_okvetniho_listku -16,203 5,284 12,822
sirka_okvetniho_listku -18,025 6,298 21,063
(Constant) -86,053 -72,770 -104,295

Fisher's linear discriminant functions

Obrazek ¢. 58: Vystup diskrimina¢ni analyzy v SPSS
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Ze treti tabulky na obrazku 58 jsou patrné koeficienty piislusné odhadnuté
Fisherovy linearni diskrimina¢ni funkce pro kazdou z q existujicich skupin.
V nasem ptipadé mame tfi skupiny podle druhu kosatci. Ty bychom vyuzili
pro klasifikaci nové zafazované jednotky. Vypocetli bychom hodnotu
klasifika¢niho score dané jednotky pro kazdou skupinu a zatradili bychom ji do

té skupiny, u niz by hodnota tohoto klasifikacniho skore byla nejvyssi.

Z vystupu na obrazku 59 jsou patrné jednotlivé hodnoty diskriminacnich skori
a postupné zatazovani puvodnich objektid do vytvarenych skupin, pfipadné
hodnoty Mahalanobisovych vzdéalenosti od vySe uvedenych centroidii pro dany

objekt.

Casewise Statistics

Highest Group Second Highest Group Discriminant Scores
Squared Squared

P(D>d|G=0) Mahalanobis Mahalanobis

Predicted Distance to Distance to
Case Number | Actual Group Group b df P(G=g | D=d) Centroid Group | P(G=g | D=d) Centroid Function1 | Function 2
Original 1 1 1 890 2 1,000 234 2 000 99,262 -8,085 328
2 1 1 561 2 1,000 1,157 2 000 80,455 -7.147 -755
3 1 1 899 2 1,000 214 2 000 87,351 -7.511 -238
4 1 1 512 2 1,000 1,337 2 000 75,003 -6,838 -643
5 1 1 818 2 1,000 1402 2 000 101,190 -8,158 54
6 1 1 A44 2 1,000 1,624 2 ,000 95,969 -7,724 1,482
7 1 1 918 2 1,000 A72 2 000 83,239 -7,235 377
8 1 1 981 2 1,000 ,039 2 000 89,884 -7,630 017
9 1 1 286 2 1,000 2,507 2 000 70,720 -6,583 -,987
10 1 1 514 2 1,000 1,329 2 000 84518 -7,369 -914

Obrazek €. 59: Vystup diskrimina¢ni analyzy v SPSS

Z obrazku 60 je zifejmé vytvateni ( skupin za pomoci zvoleného poctu
diskrimina¢nich funkci (v naSem ptipad¢ dva). Zaroven je vzdy zobrazen
ptislusny centroid dané skupiny, jejichz hodnoty byly zachyceny v tabulce na
obrazku 57.
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Canonical Discriminant Functions

10 kosatec

Olris-setosa

(lris-versicolor
Iris-virginica

B Group Centroid

Function 2
=
1

O 0
3“0 . o ® Iris-virginica
C -setosa )y o
< 7" Ifig: Versicolor
&% e

o

T T T T T
-10 -5 0 s 10

Function 1
Obrazek ¢. 60: Vystup diskrimina¢ni analyzy v SPSS

Vysledky kiizové klasifikace objektii podle postupu, ktery byl popsan vyse,
jsou ziejmé z obrazku 61. Je zfejmé, ze vSechny kosatce Iris-setosa byly
spravné klasifikovany. Jeden kosatec Iris-virginica byl nespravné klasifikovan
jako Iris-versicolor a dva kosatce Iris-versicolor byly nespravné oznaceny jako
Iris-virginica. Celkem tedy byly nespravné klasifikovany tii objekty, coz pii
celkovém poctu 150 kosatct predstavuje 98% tspesnost s vyuzitim Fisherovy
linedrni diskriminaéni funkce, coz lze jist€ povaZovat za velmi uspokojivy

vysledek.
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Classification Results®*°

Predicted Group Membership

kosatec Iris-setosa | Iris-versicolor | Iris-virginica Total

Original Count Iris-setosa 50 0 0 50
Iris-versicolor 0 48 2 50

Iris-virginica 0 1 49 50

% Iris-setosa 100,0 0 0 100,0

Iris-versicolor 0 96,0 4.0 100,0

Iris-virginica 0 2,0 98,0 100,0

Cross-validated®  Count Iris-setosa 50 0 0 50
Iris-versicolor 0 48 2 50

Iris-virginica 0 1 49 50

% Iris-setosa 100,0 0 .0 100,0

Iris-versicolor 0 96,0 40 100,0

Iris-virginica 0 2,0 98,0 100,0

a.98,0% of original grouped cases correctly classified.

h. Cross validation is done only for those cases in the analysis. In cross validation, each case is
classified by the functions derived from all cases other than that case.

c. 98,0% of cross-validated grouped cases correctly classified.

Obrazek ¢. 61: Vystup diskrimina¢ni analyzy v SPSS

Pokud jsme vybrali vygenerovani charakteristik (hodnoty diskriminac¢nich
scorti a pravdépodobnosti klasifikace), ziskdme do ptvodni matice vystup

zobrazeny na obrazku 62.

kosatec Dis_1 Dis1_1 Dis2_1 Dis1_2 ] Dis2_2 Dis3 2
Iris-setosa Iris-setosa -8,08495 32845 1,00000 100000 00000
Iris-setosa Iris-setosa -1.14716 -,75547 1,00000 .00000 ,00000
Iris-setosa Iris-setosa -7,51138 -,23808 1,00000 ,00000 ,00000
Iris-setosa Iris-setosa -6,83768 -,64288 1.00000 ,00000 .00000
Iris-setosa Iris-setosa -8,15781 54064 1,00000 ,00000 ,00000
Iris-setosa Iris-setosa -1.72363 148232 1,00000 .00000 00000
Iris-setosa Iris-setosa -7.23515 37715 1,00000 ,00000 ,00000
Iris-setosa Iris-setosa -7,62974 01667 1.00000 00000 00000
Iris-setosa Iris-setosa -6,58274 -,98737 1,00000 ,00000 ,00000
Iris-setosa Iris-setosa -7.36884 -,91363 1,00000 .00000 .00000
Iris-setosa Iris-setosa -8,42181 67623 1,00000 ,00000 ,00000
Iris-setosa Iris-setosa -7.24740 -,08292 1,00000 00000 .00000
Iris-setosa Iris-setosa -7.35062 -1.03936 1.00000 00000 .00000
Iris-setosa Iris-setosa -7.59647 - 77672 1,00000 ,00000 ,00000
Iris-setosa Iris-setosa -9,86937 1,61486 1,00000 ,00000 ,00000

Obrazek ¢. 62: Vystup diskrimina¢ni analyzy v SPSS
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6 Zpracovani vybranych vicerozmérnych statistickych

analyz v prostiedi R

V této kapitole si uvedeme, jak zpracovat piiklady, které byly feSeny v
ptedchozich kapitolach v prostfedi IBM SPSS verze 21 prostfednictvim
statistického  programovaciho jazyka R. Velkou vyhodou tohoto
programovaciho jazyka je to, Ze je voln¢ dostupny a v soucasnosti velmi casto
pouzivan. Pokud v tomto prostiedi pracujete poprvé, je tieba si nejprve

stahnout samotny statisticky programovaci jazyk R (https://cran.rapporter.net/)

v zavislosti na operatnim systému a na nasledné analyzy a zpracovani dat
doporucujeme pouzivat editor RStudio, ktery je také tieba stahnout a

nainstalovat (https://rstudio.com/products/rstudio/download/).

Vsechny ptikazy a potiebné vysvétleni jsou uvedeny pii konkrétnich
ptikladech. V piipadé¢, Ze je tfeba k provedeni analyzy vyuZiti néjaké specidlni
knihovny (balicky funkci), které obsahuji soubory specifickych funkci
urcenych k feseni konkrétni problematiky, je tfeba si tyto knihovny nejprve
nainstalovat prostfednictvim ptikazu: install.packages("nazevBali&ku"),
napiiklad: install.packages("ggplot2"). Nasledn¢ je tfeba tento balicek
spustit pomoci ptikazu: library(nazevBalicku), napfiiklad:

library(ggplot2).

6.1 Zpracovani dat z oblasti vicenisobné regresni analyzy

V naésledujici ¢asti textu bude demonstrovano pouziti vicendsobné regresni
analyzy na konkrétnim ptikladu. K feSeni bude vyuzit statisticky programovaci

jazyk R, kde jsou tyto postupy implementovany.

Ptiklad €. 1:
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Pocet oy

Cena Kilometril Stari
222 934 20119 15
200 632 26 009 19
198 497 25003 21
198 486 25016 20
207 158 23 755 19
202 570 23 756 19
194 419 26 257 21
190 343 27 508 22
210 707 21 271 17
218 957 22 510 18
190 290 27 570 22
186 205 28 831 23
186 264 28 763 23
190 338 27514 22

V tabulce jsou zaznamendny prodejni ceny v Korunach, pocty ujetych
kilometrl a staii v mésicich za 14 automobill znacky Alfa u stejného modelu.
Pomoci regresni analyzy naleznéte vhodny model zavislosti ceny automobilu
znacky Alfa na poctu ujetych kilometri a stafi vozidla. Zaroven vyjadiete
vhodnost a kvalitu zvoleného modelu. Pti analyzach uvazujte obvyklou 5%
hladinu vyznamnosti.

Reseni v R:

Pti préci ve statistickém programovacim jazyce R je tieba nejprve nacist daje,
které chceme analyzovat. Casto pouzivanym a v prostfedi R dobfe pracujicim
datovym formatem je format .csv (comma separated value — hodnoty oddélené
garkou). Udaje potfebné k provedeni analyzy mame uloZené v souboru
prikladOl.csv a na jeho nacteni pouzijeme funkci read.csv2(). Funkce
read.csv2() se vyuzivd, kdyZ nacitime udaje, v nichZ desetinnd mista

odd€lujeme Carkou a samotné sloupce jsou v souboru oddéleny stfednikem,
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coz je typické pro stiedoevropské databaze. V piipad¢ analyzy americkych dat,
pro které je typické pouziti desetinné tecky a sloupce jsou oddéleny ¢arkou

pouzivame funkci read. csv(). Nékteré vybrané argumenty téchto funkci jsou:

e file je nazev souboru s pfiponou uvadény v uvozovkach, v naSem
piipad¢ "prikladel.csv".

e header = TRUE je piikaz, ktery poukazuje na to, ze v prvnim fadku
naSeho souboru se nenachazeji udaje, ale jde o zahlavi sloupcti. Tento
argument je nastaven automaticky, proto pokud se v prvnim tadku
nenachazeji nazvy sloupct, je tieba tento argument zménit na header
= FALSE.

e sep = ";" je v pfipadé funkce read.csv2() primarné nastaveny
oddélovac sloupcii. Pokud jsou sloupce v nasem souboru oddéleny
jinak, je tfeba v tomto argumentu zménit ptislusny oddélovac.

e dec = "," je v pfipadé funkce read.csv2() primarné nastaveny
odd¢lovac desetinnych mist. Pokud v datasetu nepouzivame desetinnou
¢arku, je tfeba v tomto argumentu zménit prislusny odd€lovac.

e row.names muze byt vektor, ve kterém se nachazeji jmenovky radka
nebo muze jit o Cislo, které udava poradi sloupce, ve kterém se
jmenovky fadkt nachédzeji nebo miize jit o slovni pojmenovani sloupce,
ve kterém se jmenovky fadkl nachazeji. S popisky radki se setkdvame
naptiklad, pokud v fadcich jsou ulozeny informace o konkrétnich
respondendech a v tomto pfipadé by popisky fadki mohly byt jejich
jména. Nejcastéji byvaji jmenovky tadkl uloZeny v prvnim sloupci
databaze, proto velmi casto pifi nacitani pouzivame argument
row.names = 1. V naSem pfipad¢, vSak v datasetu "prikladel.csv"

nemame Zadné jmenovky sloupct, proto tento argument vynechavame.
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Abychom si mohli nacist data z externiho souboru, je tfeba mit tento soubor
ulozeny v pracovnim adresati (working directory). Nastaveni pracovniho
adresafe muzeme provést v RStudiu bud’ prostfednictvim sekvence piikazi
Session - Set Working Directory - Choose Directory, klavesové zkratky Ctrl
+ Shift + H nebo pfimo prostiednictvim funkce setwd(), jejiz argumentem je

adresa pracovniho adresafe.

Nacteme si tidaje a ulozime je do objektu priklad0l1. Na pfifazeni pouzivame
symbol Sipky

"<-", ptipadné "=". Objekt se ulozi ve formate takzvaného dataframe.

priklad@l<-read.csv2("priklad@l.csv")

Pokud bychom si chtéli zobrazit prvnich nebo poslednich nékolik pozorovani,
mizeme na to pouzit funkci head() respektive tail(). Tyto funkce jsou
vhodné zejména v ptipad€, pokud pracujeme s datovymi maticemi s velkym

poctem tadki, pii kterych zobrazeni vSech pozorovani neptipadéd v uvahu.

head(prikladel)

Hit cena pocet km stari

## 1 222934 20119 15

## 2 200632 26009 19

## 3 198497 25003 21

## 4 198486 25016 20

## 5 207158 23755 19

## 6 202570 23756 19

tail(prikladel)

Hit cena pocet_km stari

## 9 210707 21271 17
## 10 218957 22510 18
## 11 190290 27570 22
## 12 186205 28831 23
## 13 186264 28763 23
## 14 190338 27514 22
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Pokud chceme védét s jakymi proménnymi pracujeme miizeme si je vypsat

prostfednictvim funkce colnames(), kterd nam vypise jmenovky sloupci.

colnames(prikladel)

## [1] "cena" "pocet_km" "stari"

Zakladni souhrnné charaktristiky analyzované databdze mizeme zjistit

prostfednictvim funkce summary ().

summary (prikladel)
Hit cena pocet_km stari
## Min. 1186205 Min. 120119 Min. :15.00

## 1st Qu.:190339 1st Qu.:23755 1st Qu.:19.00
## Median :198492 Median :25513 Median :20.50
## Mean 1199843 Mean 125277 Mean :20.07
## 3rd Qu.:206011 3rd Qu.:27513 3rd Qu.:22.00
## Max. 1222934 Max. 128831 Max. :23.00

Linearni regresni analyzu v prostiedi R provadime prostfednictvim funkce
1m(). Nejprve je tieba si definovat regresni rovnici, kterou chceme odhadovat.
Ulozime ji do objektu form01. Na levé strané této regresni rovnice se nachazi
vysvétlovana proménnd, coz v naSem piipad¢ je cena automobilu. Na pravé
stran¢ této regresni rovnice se nachdzeji vysvétlujici proménné (v nasem
pfipadé pocet ujetych kilometri a stafi automobilu), které odd€lujeme
symbolem "+". Levou a pravou stranu regresni rovnice oddélujeme symbolem
"~". 'V ptipadé, Ze bychom nechtéli odhadovat urovilovou konstantu

(intercept), na konec pravé strany napiSeme -1 nebo +e.

form@l<-cena~pocet_km+stari

vvvvvv

formula, ktery pfedstavuje pfedpis odhadované regresni rovnice a data, ktery
predstavuje nazev datasetu odkud pochézeji data, z nichZ rovnici odhadujeme.

Vysledky ziskané touto funkci si ulozime do objektu model01.
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model@l<-1m(formula = form@l, data = prikladel)

Pro zobrazeni vysledkli vicenidsobné linedrni regrese pouzijeme funkci

summary ().

summary(model@1)

##

## Call:

## 1m(formula = form@l, data = prikladel)

##

## Residuals:

#HH Min 1Q Median 3Q Max

## -4858.4 -941.5 -118.0 588.5 8368.6

#it

## Coefficients:

Hit Estimate Std. Error t value Pr(>|t]|)

## (Intercept) 300626.010 8416.093 35.720 9.96e-13 **
*

## pocet_km -2.172 1.240 -1.751 0.108
## stari -2286.264  1427.674 -1.601 0.138
H#t ---

## Signif. codes: @ '***' @.001 '**' @.01 '*' @0.05 '.'
0.1 ' "1

H#H

## Residual standard error: 3195 on 11 degrees of freedo
m

## Multiple R-squared: ©0.936, Adjusted R-squared: 0.9
243

## F-statistic: 80.37 on 2 and 11 DF, p-value: 2.727e-0
7

V tvodu vystupu regresni analyzy mame uvedeno, jakou funkci jsme pouzili
a zakladni popisné charakteristiky rezidui. Nasleduje tabulka odhadnutych
regresnich parametri modelu (sloupec Estimate) spolu se smeérodatnymi
chybami odhadu téchto regresnich parametrti (sloupec std. Error). Podilem
odhadu regresnich parametrti a smérodatnych chyb odhadu dostavame hodnotu
testového kritéria t ve sloupci t value. Toto kritérium slouzi k testovani

hypotézy o vyznamnosti regresnich koeficientli a porovnava se s piislusSnym
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kvantilem Studentova t rozdéleni. V poslednim sloupci Pr (>|t|) jsou
uvedeny p-hodnoty vsech dil¢ich t testl, které jsou porovnavany s piredem
zvolenou hladinou vyznamnosti. Nulovou hypotézu o nevyznamnosti
piislusného regresniho parametru zamitame, pokud p-hodnota je mensi nebo

rovna zvolen¢ hladin€ vyznamnosti.

V dolni ¢asti vystupu jsou uvedeny hodnoty indexu determinace (Multiple R-
squared) a upravené¢ho indexu determinace (Adjusted R-squared) a F
statistiky, kterou vyuzivame pii testovani hypotézy o statistické vyznamnosti
modelu jako celku. Jak miizeme vidét, p-hodnota tohoto testu je mensi nez
jakakoli rozumné hladina vyznamnosti, coz znamend, ze model jako celek je

statisticky vyznamny (alespon jeden jeho parametr je statisticky vyznamny).

Funkce summary() nam zobrazuje pouze odhady regresnich parametrd,
smérodatné chyby odhadi, hodnoty testového kritéria t a p-hodnoty dil¢ich t
testt. Pokud bychom vsak chtéli provést klasicky rozklad celkového souctu
¢tverct (Sy) na teoreticky (Sy,1) a rezidualni soucet ¢tverci (Syr), jak jsme si
to uvedli na ptikladu v SPSS, musime k tomu pouzit funkci anova() — analyzu
rozptylu, ktera vSak v prostiedi statistického programovaciho jazyka R

zobrazuje sviij vystup trochu jinak jako jsme na to zvykli z prostiedi SPSS.

anova(model@l)

## Analysis of Variance Table

H#H
## Response: cena
Hit Df Sum Sq Mean Sq F value Pr(>F)

## pocet_km 1 1614960760 1614960760 158.1832 7.168e-08
* % k

## stari 1 26181592 26181592 2.5645  ©0.1376
## Residuals 11 112303756 10209432
#H - --

## Signif. codes: @ '***' @9.001 '**' @9.01 '*' @0.05 '.'
0.1 ' "1
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Pii interpretaci této tabulky zac¢iname od spodniho fadku, kde mame uvedenou
tu cast variability, kterou se nepodatilo modelem vysvétlit, ktera je vyjadiena
rezidualnim souctem c¢tverct a je rovna 112 303 756 (Syr: rezidualni Soucet
Ctvercu). Ta ¢ast variability, ktera je vysvétlena modelem (vyjadiena
rovna 1614 960 760

proménnou

prostiednictvim teoretického souctu ¢tvercu) je

(teoreticky  soucet ctverct pro pocet_km) +
26 181 592 (teoreticky soucet ¢tvercti pro promeénnou stari) = 1 641 142 352
(Sy,T: teoreticky soucet ¢tvercit). Celkovy soucet Etverct predstavuje soucet
rezidudlniho a teoretického souctu ctverct: 112 303 756 + 1 641 142 352 =
1753 446 108 (Sy: celkovy soucet ¢tverct). Pro srovnani a lep$i prehlednost

uvadime vystup z prostfedi SPSS uvedeny v Kapitole 1.2 na Obrazku 4:

Model Summary®

Adjusted R Std. Error of Durbin-
Model R R Square Square the Estimate Watson
1 9677 ,936 924 3195220 2,803
a. Predictors: (Constant), stari, pocet_km
h. Dependent Variable: cena
ANOVA®
Sum of
Model Squares df Mean Square F Sig.
1 Regression 1641142352 2 | 8205711759 80,374 ,000°
Residual 112303756,0 11 10209432,36
Total 1753446108 13
a. Dependent Variable: cena
h. Predictors: (Constant), stari, pocet_km
Coefficients®
Standardized
Unstandardized Coefficients Coefficients
Model B Std. Error Beta t Sig.
1 (Constant) | 300626,010 8416,093 35720 ,000
pocet_km -2172 1,240 -510 -1,751 108
stari -2286,264 1427674 -, 466 -1,601 138
a. Dependent Variable: cena
Pokud bychom vydélili hodnotu teoretického souétu c¢tverci hodnotou

celkového soucétu c¢tverct, dostali bychom hodnotu indexu, respektive

koeficientu determinace:
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1641142 353
1753446 108

= 0,9359525

Vratme se v8ak k vystupu z funkce summary (). Jak mizeme vidét, p-hodnota
F testu o statistické vyznamnosti modelu jako celku je mensi nez jakékoli
rozumna hladina vyznamnosti, coz znamena, ze model jako celek je statisticky
vyznamny (alespon jeden jeho parametr je statisticky vyznamny). Pokud se
vSak podivame na p-hodnoty dil¢ich t testil, s vyjimkou uroviové konstanty,
ani jeden regresni parametr neni statisticky vyznamny. Tento rozporuplny
zaver je zpusoben problémem multikolinearity, kterd pfedstavuje vzajemnou
zavislost mezi  vysvétluyjicimi  proménnymi. Ovéfeni  pfitomnosti
multikolinearity je mozné pomoci korela¢ni matice, na jeji vypocet pouzivame
funkci cor(). Dulezitym argumentem této funkce je method, ktera je

automaticky nastavena na Pearsonovu korelaéni metriku, muZzeme si vSak

vybrat ze tfi ruznych Kkorelaénich koeficienti: Pearsoniv (method

"pearson"), Kendalliv (method = "Kendall") ¢i Spearmaniv (method

"Spearman ").

cor(prikladel, method = "pearson")

Hit cena  pocet_km stari
## cena 1.0000000 -0.9596984 -0.9581789
## pocet_km -0.9596984 1.0000000 ©0.9650480
## stari -0.9581789 0.9650480 1.0000000

Z uvedeného vystupu je ziejmé, Ze hodnota korela¢niho koeficientu mezi
stafim vozidla a poctem ujetych kilometrG je velmi vysoka (0,965). Za
Skodlivou zavislost je povazovéna absolutni hodnota korelacniho koeficientu
alespon 0,8, coz je pravé nas pripad. Pokud bychom chtéli tuto statisticky
vyznamnou linearni zavislost mezi danou dvojici proménnych testovat,
mizeme na to pouzit funkci cor.test(), jejimz argumentem je dvojice

vektorl,, mezi nimiZ chceme vypocitat vzdjemnou linearni zavislost danou
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korelacnim koeficientem. Pokud chceme pracovat pouze s konkrétnim
sloupcem né¢jakého dataframe, mizeme se na n¢j odkazovat prostrednictvim

symbolu dolaru "$" a nazvu sloupce.

cor.test(prikladol$stari, priklad@l$pocet km)

H#H#

## Pearson's product-moment correlation

H#H#

## data: priklad@l$stari and priklad@l$pocet_km
## t = 12.756, df = 12, p-value = 2.441e-08

## alternative hypothesis: true correlation is not equal
to ©

## 95 percent confidence interval:

## 0.8903675 0.9891489

## sample estimates:

Hi# cor

## 0.965048

Vidime, ze 1 na zakladé tohoto testu, miuzeme danou linearni zavislost
povazovat za statisticky vyznamnou. Je proto jasné, Ze obé vysvétlujici
proménné v modelu nemohou byt soucasné a jednu z nich bude tfeba z modelu
odstranit. Bude to ziejmé ta proménna, jejiz vliv na vysvétlujici proménnou je
mensi. To zjistime pomoci korela¢nich koeficientli téchto proménnych ve
vztahu k vysvétlované proménné. Z uvedené korelacni matice je zfejma nizsi

sila linearni zavislosti stafi a ceny, proto ziejme vyfadime stafi.

wevr

vysvétluyjicich proménnych a v piipadé identifikace multikolinearity by byl
tento proces vybéru a odstranovani vysvétlujicich proménnych slozitéjsi.
Jednou z moznosti jak feSit tento problém je vyuZzit metodu postupného
vyfazovani proménnych (Backward Elimination) nebo postupného zafazovani
proménnych (Forward Selection), které jsou v R implementovany funkei () S

argumentem step = "backward", respektive step = "forward".

92



step(model@l, direction = "backward")

## Start: AIC=228.57
## cena ~ pocet_km + stari

##

## Df Sum of Sq RSS AIC
## <none> 112303756 228.57
## - stari 1 26181592 138485348 229.50
## - pocet_km 1 31291435 143595191 230.01
##

## Call:

## 1m(formula = cena ~ pocet_km + stari, data = priklade
1)

##

## Coefficients:

## (Intercept) pocet km stari

## 300626.010 -2.172 -2286.264

Uvadime ptiklad metody postupného vytazovani proménnych (Backward
elimination), pfi niz algoritmus zacal pfi Uplném modelu se vSemi
vysvétlujicimi proménnymi (cena ~ pocet_km + stari), u kterého bylo
stanoveno Akaikeho informac¢ni kritérium tohoto modelu (AIC = 228.57) a
dale postupné z modelu byl odstranén nejprve vék (- stari), vypocitano
Akaikeho informacéni kritérium (229.50) a nasledné byl odstranén pocet
kilometrii (- pocet_km) a bylo stanoveno Akaikeho informacni kritérium
(230.01). Pokud se pfii volbé specifikace modelu rozhodujeme pouze na
zakladé Akaikeho informacniho kritéria, vybirame model, ktery ma tuto

hodnotu nejnizsi, proto dany algoritmus vybral za nejvhodné&jsi model s obéma

vysvétlujicimi proménnymi.
6.2  Zpracovani dat z oblasti shlukové analyzy
Piiklad ¢. 2:

K demonstraci shlukové analyzy bude vyuZzit velmi znamy soubor urceny ke

klasifikaci tykajici se rostlin — Kosatcii s nazvem ,,Iris*. Soubor a podrobné
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informace k nému je mozné najit na  webové  adrese

https://archive.ics.uci.edu/ml/datasets/iris. Soubor uréeny ke klasifikaci

obsahuje celkem 150 kosatcii tfi druht (Iris Setosa, Iris Versicolour, Iris
Virginica). Kazdy druh je zastoupen shodné 50 objekty a je charakterizovan
pomoci Ctyt kvantitativnich proménnych, jako jsou délka a Sitka okvétniho
listku a délka a sitka kaliSniho listku, vzdy uvadéno v centimetrech. Pomoci
hierarchické shlukové analyzy proved'te klasifikaci jednotlivych objektt

(Kosatcil) a porovnejte se skutecnou ptislusnosti do dané skupiny.

Reseni v R:

Dataset Iris je v prostiedi R pfimo implementovan, a proto jej neni potieba
nacitat z externiho zdroje. Ulozme si tento dataset do objektu data02 a

vypiseme si zakladni charakteristiky tohoto datasetu.

data@2<-iris
head(data@2)

##  Sepal.Length Sepal.Width Petal.Length Petal.Width S
pecies

## 1 5.1 3.5 1.4 0.2
setosa

## 2 4.9 3.0 1.4 0.2
setosa

## 3 4.7 3.2 1.3 0.2
setosa

## 4 4.6 3.1 1.5 0.2
setosa

## 5 5.0 3.6 1.4 0.2
setosa

## 6 5.4 3.9 1.7 0.4
setosa

tail(data02)
1 Sepal.Length Sepal.Width Petal.Length Petal.Width

Species
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## 145

virginica

## 146

virginica

##t 147

virginica

## 148

virginica

## 149

virginica

## 150

virginica

summary (data02)
##  Sepal.lLength
al.Width

## Min. :4.300
:0.100

## 1st Qu.:5.100
Qu.:0.300

## Median :5.800
an :1.300

## Mean :5.843
:1.199

## 3rd Qu.:6.400
Qu.:1.800

## Max. :7.900
:2.500

Hit Species
## setosa 150
## versicolor:50

##

Jak

virginica :50

mizeme vidét,

7 3.3 5.7
7 3.0 5.2
3 2.5 5.0
5 3.0 5.2
2 3.4 5.4
9 3.0 5.1
Sepal.Width Petal.Length
Min. :2.000  Min. :1.000
1st Qu.:2.800 1st Qu.:1.600
Median :3.000 Median :4.350
Mean :3.057  Mean :3.758
3rd Qu.:3.300 3rd Qu.:5.100
Max. :4.400  Max. :6.900
pfi zakladnich charakteristikach

Pet

Min.

1st

Medi

Mean

3rd

Max.

se v pripadé

kvantitativnich proménnych zobrazily popisné statistiky a v pfipade

kvalitativnich proménnych absolutné Cetnosti téchto kategorii.

Na uvod musime nadefinovat matici vzdalenosti, na niZ se bude nasledné

realizovat samotna shlukova analyza. Matici vzdalenosti vytvotime z piivodni
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datové matice prostfednictvim funkce dist(), pfi které mame na vybér z vice
druhti vzdalenosti, které¢ do funkce priddvame jako argument method: method
= "euklidean", method = "maximum", method = "manhattan", method =

"canberra", method = "binary" @ method = "minkowski".

Pokud méme objekty definovany proménnymi v riznych mérnych jednotkéach
Casto se jeSte¢ pred samotnym vypocCtem matice vzdalenosti udaje vhodné
transformuji. Jednou z moznosti transformace tdaji je takzvané normovani,
které mizeme provést prostfednictvim funkce scale(), jejimz argumentem je
datova matice, jejiz sloupce chceme normovat. V piipadé tohoto datasetu Iris
to vSak neni nutné, protoze vSechny hodnoty jsou v centimetrech a hodnoty

jsou srovnatelné, proto toto normovani miizeme preskocit.

Nyni chceme vypocitat matici vzdalenosti pro dataset Iris. V tomto datasetu
mame 150 pozorovani, 4 proménné a v poslednim patém sloupci mame
informace o konkrétnim druhu (pfifazeni do konkrétni skupiny). Proto budeme
pocitat matici vzdalenosti pouze z prvnich 4 sloupcii a ze vSech fadkt. Takovy
vybér v R provadime prostiednictvim hranatych zavorek, kde prvni pozice
poukazuje na fadky a druha pozice na sloupce. Pokud chceme vSechny tadky,
nechame prvni pozici prazdnou a kdyz chceme prvni ¢tyfi sloupce vyuZzijeme
na to sekvenci od 1 do 4, na coz v R pouzivame symbol dvojtecky (":").
Pouzijeme Euklidovskou vzdalenost.

euklidovskaVzdalenost<-dist(data@2[,1:4], method="euclid
ean"

V objektu euklidovskaVzdalenost mame nyni ulozenou matici euklidovské
vzdalenosti objektd z datasetu Iris ulozeného v objektu data02. Jelikoz
puvodni dataset ma 150 pozorovani, matice euklidovské vzdalenosti ma 150
radkt a 150 sloupcd, je symetrickd s nulami na hlavni diagonale. Tato matice

nam poslouzi k realizaci shlukové analyzy. Budeme realizovat hierarchické
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shlukovani, proto pouzivame funkci hclust(). Na vybér mame z vice
shlukovacich metod, které do funkce ptidavame jako argument method: method
= "ward.D", method = "ward.D2", method = "single", method = "complete",
method = "average",
method = "mcquitty", method = "median" a method = "centroid". ZaCneme
nejstarsi metodou nejblizsiho souseda, kterd je v R oznacena jako method =
"single". Vysledky si mizeme ulozit do objektu fitSingle.
fitSingle<-hclust(euklidovskaVzdalenost, method = "singl
"

Vysledky hierarchického shlukovani muizeme zobrazit prostfednictvim
takzvaného dendrogramu pomoci funkce plot(). Pokud si chceme zobrazit i
ohranieni jednotlivych skupin, pouzijeme funkci rect.hclust(), jejiz
argumenty jsou samotny objekt vytvofen hierarchickym shlukovanim, k, ktery
predstavuje pocet skupin (v naSem piipad€ 3, nebot’ mame tii druhy kosatcit)
a argumentem border nastavujeme barvu ohraniceni jednotlivych skupin.

plot(fitSingle)
rect.hclust(fitSingle,k = 3, border = "red")
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Cluster Dendrogram

15

10

05

Height

0.0

euklidovskaVzdalenost
hclust (*, "single™)

Z grafu je jasné vidét, Ze dand metoda neni velmi vhodna, protoze vime, ze
skute¢né ptifazeni je takové, ze mame 50 pozorovani u vSech tfi druhti kosatcti.
Zde vsak vidime, Ze pfifazeni je vyrazné odliSné, coZz mize byt zplisobeno
takzvanym problémem fetézeni, které mize byt v pifipadé této metody
ptitomny. Pokud bychom si chtéli zobrazit pfitazeni do k shlukd pfi aplikaci
této metody, vyuzivame k tomu funkci cuttree() s argumenty samotného
objektu vytvoteného hierarchickym shlukovanim a poctem shlukii (v naSem
ptipadé 3). Ulozme toto pfifazeni do objektu prirazeniSingle.
prirazeniSingle<-cutree(fitSingle,k = 3)
prirazeniSingle

#it [1]111111111111111111111111
11111111111
## [36] 11 1111111111111222222222
22222222222
## [71]1 2 22222222222222222222222
22222222222
## [106] 2 2 22 22222222322222222222
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22322222222
## [141] 2 222222222

| na zéklad¢ tohoto vystupu vidime, Ze vétSinou metoda pfifazovala objekty do
druhého a prvniho shluku, tfeti shluk se v pfifazeni vyskytuje pouze dvakrat.
Pokud chceme toto pfifazeni konfrontovat se skute¢nou ptislusnosti do skupin,
ktera je uvedena ve sloupci species objektu data02, mizeme tak ucinit
prostiednictvim jednoduché kontingenc¢ni tabulky s vyuzitim funkce table()

nasledujicim zptisobem.

table(data@2$Species, prirazeniSingle)

Hit prirazeniSingle
H#H 1 2 3
##  setosa 50 0 0

#it versicolor © 50 ©
##  virginica © 48 2

Vidime, Ze metod¢ nejblizsiho souseda se podatilo spravné identifikovat prvni
druh (iris-setosa). Ostatni dvé skupiny byly oddéleny velmi $patné, protoze do
druhého shluku bylo zafazeno navic nespravné dalSich 48 rostlin z tfetiho
shluku. Je proto rozumné pouzit jinou metodu shlukovani. V praxi se nejcastéji
pouziva kombinace euklidovské vzdalenosti a Wardové metody shlukovanti,
jejiz vyhodou je, Ze vétSinou na vystupu nabizi shluky relativné podobné
velikosti. Postup shlukovani je stejny jako v piipadé metody nejblizsiho

souseda.

fitWard<-hclust(euklidovskaVzdalenost, method ="ward.D")

Vysledky shlukovani si opét vykreslime dendrogramem.

plot(fitWard)
rect.hclust(fitWard,k = 3, border = "red")
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Cluster Dendrogram

150
|

Height

euklidovskaVzdalenost
hclust (*, "ward.D")

prirazeniWard<-cutree(fitWard,k = 3)
prirazeniWard

## [1]111111111111111111111111
11111111111

## [36]11111111111111122222222°2
22222222222

## [71]1 222222222222222222222222
22222232333

## [106] 323 333332233332323233223
33332333323

## [141] 3323332332

Na prvni pohled vypadaji takto ziskané vysledky vhodné&jsi, nez v piipade
metody nejbliz§itho souseda. Porovnani uspéSnosti pfifazeni mizeme opét

vidét v kontingencni tabulce.
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table(data®2%$Species, prirazeniWard)

Hit prirazenilWard
H#it 1 2 3
## setosa 50 0 ©

## versicolor © 50 ©
## virginica 0 14 36

V tomto piipadé byly spravné piitazeny objekty nachazeji na hlavni diagonale
kontingencni tabulky a nespravné ptifazeny objekty nad, respektive pod touto
hlavni diagonalou. Jak miizeme vidét, druh iris-setosa byl pfifazen spravné,
iris-versicolor také a iris-virginica byl pfifazen spravné v 36 piipadech,
pficemz v zbyvajicich 14 ptipadech byl nespravné identifikovan jako iris-

versicolor.

6.3  Zpracovani dat z oblasti analyzy hlavnich komponent

Priklad ¢. 3:

K demonstraci metody hlavnich komponent, stejné jako v ptipad€ shlukové
analyzy, bude vyuzit velmi znamy soubor Kosatct s nazvem ,,Iris*. Soubor
sice neobsahuje velké mnoZstvi proménnych (obsahuje pouze 4), avSak z
divodu provazanosti a pochopeni souvislosti jej vyuzijeme 1 zde. Pro

pfipomenuti uvadime, Ze soubor obsahuje celkem 150 objektt.
Reseni v R:
Pti feSeni tohoto piikladu vyuZijeme skutec¢nost, Ze datovy soubor jiZ mame

uloZeny v objektu data02, ktery jsme vyuzivali pii shlukové analyze.

Na tvod si vypocitame korela¢ni matici, abychom mobhli identifikovat, zda je
vilbec pouziti metody hlavnich komponent na redukci dimenzi vhodné.

Korela¢ni matici pocitame opét pouze pro prvni 4 sloupce objektu data02.

cor(data@2[,1:4])
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## Sepal.Length Sepal.Width Petal.Length Pe
tal.Width

## Sepal.Length 1.0000000 -0.1175698 0.8717538
0.8179411

## Sepal.Width -0.1175698 1.0000000 -0.4284401 -
0.3661259

## Petal.Length 0.8717538 -0.4284401 1.0000000
0.9628654

## Petal.Width 0.8179411 -0.3661259 0.9628654
1.0000000

Z korelacni matice vyplyva vysoka pozitivni zavislost mezi délkou kali$nich
listki (Sepal.Length) a délkou okvétniho listku (Petal.Length) a Sitkou
okvétniho listku (Petal. Width). O tom, ze jde o statisticky vyznamnou linearni

zéavislost se mizeme presveédCit pomoci funkce cor.test().

cor.test(data®2$Sepal.Length,data®2$Petal.Length)

H#it

## Pearson's product-moment correlation

H#it

## data: datad2$Sepal.Length and data@2$Petal.Length
## t = 21.646, df = 148, p-value < 2.2e-16

## alternative hypothesis: true correlation is not equal
to ©

## 95 percent confidence interval:

## ©0.8270363 0.9055080

## sample estimates:

#it cor

## 0.8717538

cor.test(data®2$Sepal.Length,datad2$Petal.Width)

#it

## Pearson's product-moment correlation

#it

## data: data@2$Sepal.Length and data@2$Petal.Width

## t = 17.296, df = 148, p-value < 2.2e-16

## alternative hypothesis: true correlation is not equal
to 0

## 95 percent confidence interval:
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## 0.7568971 0.8648361
## sample estimates:
H#H# cor

## 0.8179411

Analyzu hlavnich komponent v R provadime prostfednictvim funkce
princomp(). Dulezitymi argumenty této funkce je jednak datova matice, ze
které chceme vypocitavat hlavni komponenty a zda chceme pfi jejich vypoctu
vychdzet z korelacni nebo kovariancni matice. Pokud chceme vychazet z
korelaéni matice tak nastavime argument cor = TRUE. Ulozme si vysledek této

analyzy do objektu fitKomponenty.

fitKomponenty<-princomp(data®2[,1:4], cor = TRUE)

Graf vlastnich ¢isel korelacni matice si miizeme zobrazit prostfednictvim

funkce plot(). Argumentem type = "lines" pouze nastavime, ze chceme, aby

§lo o spojnicovy graf.

plot(fitKomponenty, type = "lines™)
fitKomponenty
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Prostfednictvim funkce summary() je mozné si zobrazit souhrnnou tabulku za
jednotlivé komponenty. V fadku Standard deviation se nachédzeji smérodatné
odchylky pro kazdou komponentu.

summary (fitKomponenty)

## Importance of components:

H#it Comp.1 Comp.2 Comp.3
Comp .4
## Standard deviation 1.7083611 0.9560494 0.38308860

0.143926497
## Proportion of Variance 0.7296245 0.2285076 0.03668922
0.005178709
## Cumulative Proportion ©0.7296245 0.9581321 ©.99482129
1.000000000

Vlastni ¢isla korelaéni matice ptedstavuji rozptyly komponent, tedy druhé
mocniny téchto hodnot, které jsou zobrazeny i v piredchozim grafu. Pokud
bychom si chtéli vypocitat vlastni ¢isla korelacni matice mizeme pouzit funkci
Eigen(), kterd kromé¢ vlastnich ¢isel vypocitd 1 vlastni vektory korelacni
matice. Pokud nas zajimaji pouze vlastni ¢isla miizeme pouzit symbol dolaru

("$") a z vystupu ziskat pouze hodnoty vlastnich ¢isel (values).

eigen(cor(dataf2[,1:4]))

## eigen() decomposition

## $values

## [1] 2.91849782 0.91403047 0.14675688 0.02071484
##

## $vectors

#H [,1] [,2] [,3] [,4]
## [1,] ©.5210659 -0.37741762 ©.7195664 ©0.2612863
## [2,] -0.2693474 -0.92329566 -0.2443818 -0.1235096
## [3,] ©.5804131 -0.02449161 -0.1421264 -0.8014492
## [4,] ©0.5648565 -0.06694199 -0.6342727 ©.5235971

eigen(cor(data®2[,1:4]))%values

## [1] 2.91849782 0.91403047 0.14675688 0.02071484
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Tato vlastni ¢isla opravdu predstavuji druhé mocniny smérodatnych odchylek

(rozptyly) jednotlivych komponent, o ¢emz se mtizeme jednoduse presvedcit.

summary (fitKomponenty)$sdev

H#it Comp.1 Comp.2 Comp.3 Comp .4
## 1.7083611 0.9560494 0.3830886 0.1439265

summary (fitKomponenty)$sdev”2

H#it Comp.1 Comp.2 Comp. 3 Comp.4
## 2.91849782 0.91403047 0.14675688 0.02071484

V fadku Proportion of Variance jsou uvedeny podily variability, které danou
komponentou vime vysvétlit. V fadku Cumulative proportion jSOU
kumulativni podily variability (kolik procent variability vime vysvétlit, pokud
bychom postupné brali v tvahu dalsi a dalsi komponentu). Jak mizeme vidét,
prvni komponentou bychom vysvétlili vysvétlit témét 73 % variability. Prvni
a druhou komponentou bychom wvysvétlili témeét 96 % variability, coz

povazujeme za dostatecné, a proto dalsi dvé komponenty neptidavame.

Koeficienty vlastnich vektort ziskdme prostfednictvim funkce loadings().
Jde o odhadnuté parametry piislusné linearni kombinace pro jednotlivé

ptvodni proménné u vyslednych komponent.

loadings(fitKomponenty)

H#

## Loadings:

#it Comp.1 Comp.2 Comp.3 Comp.4
## Sepal.Length ©.521 0.377 ©0.720 0.261
## Sepal.Width -0.269 0.923 -0.244 -0.124

## Petal.Length 0.580 -0.142 -0.801
## Petal.Width 0.565 -0.634 0.524
##

H#Ht Comp.1 Comp.2 Comp.3 Comp.4
## SS loadings 1.00 1.00 1.00 1.00
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## Proportion Var ©0.25 .25 0.25 0.25
## Cumulative Var ©.25 ©0.50 0.75 1.00

Chybéjici koeficienty ve vypisu jsou malé, nikoli vSak nulové o ¢emz se
muzeme piesveédcCit tak, ze si je vypiSeme jako sloupcové vektory.
loadings (fitKomponenty)[,1]

## Sepal.Length Sepal.Width Petal.Length Petal.Width
Hit 0.5210659 -0.2693474 0.5804131 0.5648565

loadings(fitKomponenty)[,2]

## Sepal.Length Sepal.Width Petal.Length Petal.Width
#it 0.37741762 0.92329566 0.02449161 0.06694199

loadings (fitKomponenty)[,3]

## Sepal.Length Sepal.Width Petal.Length Petal.Width
#it 0.7195664 -0.2443818 -0.1421264 -0.6342727

loadings(fitKomponenty)[,4]

## Sepal.Length Sepal.Width Petal.Length Petal.Width
#i# 0.2612863 -0.1235096 -0.8014492 0.5235971

Prvni dv€ komponenty proto v nasem piipad€ maji tvar:

Z; = 0.5210659 X Sepal.Length — 0.2693474 x Sepal. Width
+ 0.5804131 X Petal. Length + 0.5648565
X Petal. Width

Z, = 0.37741762 X Sepal.Length + 0.92329566 X Sepal. Width
+ 0.02449161 X Petal. Length + 0.06694199
X Petal. Width

Tyto hodnoty mizeme nasledné¢ pouzit pro vypocet takzvanych
komponentnich skore u jednotlivych objekt. Ty lze zobrazit prostiednictvim

ptikazu fitKomponenty$scores.
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fitKomponenty$scores

#it Comp.1 Comp.2 Comp.3 Co
mp.4

## [1,] -2.26470281 ©0.480026597 ©0.127706022 0.02416
8204

## [2,] -2.08096115 -0.674133557 ©.234608854 ©0.10300
6775

## [3,] -2.36422905 -0.341908024 -0.044201485 ©.02837
7053

## 500

## [149,] 1.37278779 1.011254419 -0.933395241 0.02612
8648

## [150,] ©.96065603 -0.024331668 -0.528248807 -0.16307
8032

Nas vSak nezajimaji vSechny 4 komponentni skore, ponévadz se snazime o
redukci dimenzi a z vySe uvedeného vystupu vyplyva, ze dvé dimenze nam
postacuji, a proto nam sta¢i zobrazit pouze prvni dva sloupce ptredchoziho

vypisu.
fitKomponenty$scores[,1:2]

#it Comp.1 Comp.2
## [1,] -2.26470281 ©0.480026597
## [2,] -2.08096115 -0.674133557
H# [3,] -2.36422905 -0.341908024
## 500

## [149,] 1.37278779 1.011254419
## [150,] ©.96065603 -0.024331668

Na jejich vypocet vSak program nepouzivd matici piivodnich udaji ale
standardizovanou matici plUvodnich udaji, které ndasobi s ptisluSnymi

koeficienty hlavnich komponentt.

Na standardizaci pouzivame klasické normovani (z-skore):
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Pokud chceme normovat sloupce datové matice, vyuzivame k tomu funkci

scale(). Princip vypoctu si miizeme ukdzat na ptikladu prvniho objektu.
Skute¢né hodnoty prvniho objektu jsou:

data@2[1,1:4]

##  Sepal.Length Sepal.Width Petal.Length Petal.Width
## 1 5.1 3.5 1.4 0.2

Hodnoty prvniho objektu po normovani sloupcti jsou:

scale(data®2[,1:4])[1,1:4]

## Sepal.Length Sepal.Width Petal.Length Petal.Width
##  -0.8976739 1.0156020  -1.3357516  -1.3110521

Koeficienty pro prvni komponentu jsou:

loadings(fitKomponenty)[,1]

## Sepal.Length Sepal.Width Petal.Length Petal.Width
#t 0.5210659 -0.2693474 0.5804131 0.5648565

Komponentni skore pro prvni objekt — prvni komponenta:

sum(scale(data®2[,1:4])[1,1:4]*1loadings (fitKomponenty)[,
1])

## [1] -2.257141

Koeficienty pro druhou komponentu jsou:

loadings (fitKomponenty)[,2]

## Sepal.Length Sepal.Width Petal.Length Petal.Width
#it 0.37741762 0.92329566 0.02449161 0.06694199

Komponentni skore pro prvni objekt — druha komponenta:

sum(scale(data®2[,1:4])[1,1:4]*1loadings (fitKomponenty)[,
2])

## [1] 0.4784238
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Vysledna komponentni skore splituji podminku vzajemné linearni nezavislosti

a ty je mozné pouzit pro dalsi vicerozmérné analyzy.

Na konec je jesté mozné vypocitat si takzvanou matici komponentnich zatézi,
jde o matici korelacnich koeficienti pivodnich proménnych k nové
vytvofenym komponentam.

cor(cbind(fitKomponenty$scores[,1:2], data@2[,1:4]))[,1:
2]

H#it Comp.1 C
omp.2
## Comp.1 1.0000000000000000000 -0.00000000000000
09585
## Comp.2 -0.0000000000000009585 1.00000000000000
00000

## Sepal.Length ©0.8901687648612949255 ©0.36082988811302
39666
## Sepal.Width -0.4601427064479081674 ©.88271626916238
39930
## Petal.Length ©.9915551834193611080 ©.02341518837916
51333
## Petal.Width 0.9649789606692488197 ©.06399984704374
62413

Z matice je zfejmé, Ze se splnil predpoklad o tom, Ze vysledné komponenty
jsou vzajemné linearn€ nezavislé a jak muzeme vidét v daném vystupu, prvni
komponenta velmi dobte vysvétluje délku okvétniho listku (Petal.Length),
Sitku okvétniho listku (Petal. Width) a délku kaliSnich listkii (Sepal.Length).

Druhd komponenta je vhodnd na vysvétleni Sitky kaliSnich listka

(Sepal.Width).
6.4  Zpracovani dat z oblasti faktorové analyzy

Ptiklad ¢. 4:
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K demonstraci faktorové analyzy opét pouzijeme soubor, ktery jsme vyuzivali
v ptedchozich kapitolach, tj. soubor Kosatcti s nazvem ,,Iris*. Jak je jiz znamo,
soubor obsahuje Ctyfi proménné a kazdé ze ti skupin je stejn¢ velka a obsahuje
50 objektti. Celkovy pocet objektt je tedy 150.

Reseni v R:

Nyni budeme podobné, jako pfi metod¢ hlavnich komponent, vychazet z
korela¢ni matice. Pro vypocet faktorové matice pouzijeme podobné jako v
ptipadé metody hlavnich komponent funkci princomp(). Opét chceme védet
kolik faktorii potiebujeme na vysvétleni dostate¢ného procenta variability.
Vhodny pocet faktorti miizeme urcit naptiklad na zaklad¢ grafu vlastnich ¢isel.

fitFaktorovaZacatek<-princomp(data®2[,1:4], cor = TRUE)
plot(fitFaktorovaZacatek, type = "lines™)

fitFaktorovaZacatek
o
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Comp.1 Comp.2 Comp.3 Comp.4

summary (fitFaktorovazZacatek)

## Importance of components:
H#it Comp.1 Comp.2 Comp.3 Comp.4
## Standard deviation 1.7084 0.9560 0.38309 0.143926
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## Proportion of Variance 0.7296 0.2285 0.03669 0.005179
## Cumulative Proportion ©0.7296 0.9581 0.99482 1.000000

Z daného vystupu vidime, ze jednim faktorem bychom vysvétlili téméf 73 %
variability, coz povazujeme za dostacujici, a proto budeme extrahovat 1 faktor
(nfactors = 1). V ptipadé€, pokud bychom extrahovali vice faktord, doporucuje

se takzvana rotace faktort, na kterou se nejcastéji pouziva metoda varimax

(rotate = "varimax"). Vyuzivame funkci principal() z knihovny (bali¢ku)
psych.
library(psych)

fitFaktorovaFinal<-principal(data®2[,1:4], nfactors = 1)
fitFaktorovaFinal

## Principal Components Analysis

## Call: principal(r = data@2[, 1:4], nfactors = 1)

## Standardized loadings (pattern matrix) based upon cor
relation matrix

Hit PC1 h2 u2 com

## Sepal.Length ©.89 0.79 0.208 1

## Sepal.Width -0.46 ©0.21 0.788 1

## Petal.Length ©.99 0.98 0.017 1

## Petal.Width ©.96 0.93 0.069 1

H#H

H#i PC1

## SS loadings 2.92

## Proportion Var 0.73

H#i

## Mean item complexity = 1

## Test of the hypothesis that 1 component is sufficient
H#it

## The root mean square of the residuals (RMSR) is ©.13
## with the empirical chi square 28.19 with prob < ©
. 00000076

H#it

## Fit based upon off diagonal values = 0.97

111



Pokud bychom chtéli extrahovat 2 faktory (ptiklad rotace faktorti metodou

varimax):

fitFaktorovaFinal2faktory<-principal(data®2[,1:4], nfact
ors = 2, rotate = "varimax"
fitFaktorovaFinal2faktory

## Principal Components Analysis

## Call: principal(r = data@2[, 1:4], nfactors = 2, rota
te = "varimax"

## Standardized loadings (pattern matrix) based upon cor
relation matrix

H#it RC1 RC2 h2 u2 com
## Sepal.Length ©.96 ©0.05 0.92 0.0774 1.0
## Sepal.Width -0.14 ©0.98 0.99 0.0091 1.0
## Petal.Length ©.94 -0.30 0.98 0.0163 1.2
## Petal.Width ©.93 -0.26 0.94 0.0647 1.2
H#it

H#H RC1 RC2

## SS loadings 2.70 1.13

## Proportion Var 0.68 0.28

## Cumulative Var 0.68 0.96

## Proportion Explained ©.71 0.29

## Cumulative Proportion 0.71 1.00

H#H

## Mean item complexity = 1.1

## Test of the hypothesis that 2 components are sufficie
nt.

H#i

## The root mean square of the residuals (RMSR) is ©.03
## with the empirical chi square 1.72 with prob < NA
H#H

## Fit based upon off diagonal values =1

V danych vystupech vidime takzvanou matici faktorovych saturaci (v druhém
piipad€é po rotaci), podily vysvétlené variability piipadajici na jednotlivé
faktory, komunality a test, zda jsou jeden respektive dva extrahované faktory
dostacujici (Test of the hypothesis that 1 component is sufficient).lna

zékladé p-hodnoty testu vidime, Ze jeden extrahovany faktor je dostatecny.
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Uvazujme tedy jeden extrahovany faktor, pracujeme s objektem
fitFaktorovaFinal. Komunality vidime i v sloupci h2 matice faktorovych
saturaci. Tyto komunality ptedstavuji podil rozptylu vysvétleného spolecnymi

faktory na celkovém rozptylu.

fitFaktorovaFinal$communality

## Sepal.Length Sepal.Width Petal.Length Petal.Width
H# 0.7924 0.2117 0.9832 0.9312

Vysledkem faktorové analyzy je, kromé odhadu matice faktorovych saturaci,
také vypocet hodnot faktorovych skore, které¢ nasledné muize vstupovat do
dalSich analyz. Tato faktorova skoére se odhaduji pomoci riznych metod,
primarné je nastavena ve funkci principal() regresni metoda (method =
"regression"). Hodnoty faktorovych skore si  mulzeme zobrazit

prostfednictvim prikazu fitFaktorovaFinal$scores.

fitFaktorovaFinal$scores

#it PC1
##  [1,] -1.321232
##  [2,] -1.214037
##  [3,] -1.379296
oL ..

## [149,] ©.800887
## [150,] ©.560449

6.5  Zpracovani dat z oblasti diskriminacni analyzy

Piiklad €. 5:

Na zaklad¢ datového souboru ,,Iris“ se pokusime odhadnout Fisherovu linearni
diskrimina¢ni funkci a ovéfit ucinnost diskriminace pro kazdou ze skupin,
jejichz ptivodni velikosti jsou 50 objekti.

Regeni v R:
Budeme pouzivat linearni diskrimina¢ni analyzu. Na jeji aplikaci pouzijeme
funkci 1da() z knihovny (balicku) MASS.
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Do objektu modelDiskriminacni si nadefinujeme Fisherovou linearni
diskriminac¢ni funkci, kde klasifika¢ni proménnou je druh kosatcli. Proménneé,
na jejichz zakladé se bude diskriminacni funkce vytvaret jsou délka a §itka

kalisniho listku a délka a $itka okvétniho listku.

Ve vystupu je uvedena apriorni pravdépodobnost piislusnosti do konkrétni
skupiny (mame tii skupiny po 50 objektt, proto jde v kazdé skupiné o hodnotu
33,3 %), priméry jednotlivych skupin a z vystupu také vidime, Ze pro
dostate¢né odliSeni nami definovanych skupin by postacily dvé diskriminacni
funkce. Ve vystupu Coefficients of linear discriminants mame zobrazené
hodnoty diskriminacnich koeficientti. Ve vystupu Proportional of trace je

vyjadieno procento vysvétlené variability.

library(MASS)

modelDiskriminacni<-1lda(Species~Sepal.Length+Sepal.Width
+Petal.Length+Petal.Width, data = data@2)
modelDiskriminacni

## Call:
## lda(Species ~ Sepal.Length + Sepal.Width + Petal.lLeng
th + Petal.Width,

Hit data = datae2)

H#i

## Prior probabilities of groups:

Hit setosa versicolor virginica

H# 0.3333 0.3333 0.3333

H#H

## Group means:

Hit Sepal.Length Sepal.Width Petal.Length Peta
1.width

## setosa 5.006 3.428 1.462
0.246

## versicolor 5.936 2.770 4.260
1.326

## virginica 6.588 2.974 5.552
2.026

H#it
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## Coefficients of linear discriminants:
## LD1 LD2

## Sepal.Length ©0.8294 0.0241

## Sepal.Width 1.5345 2.1645

## Petal.Length -2.2012 -0.9319

## Petal.Width -2.8105 2.8392

##

## Proportion of trace:

## LD1 LD2

## 0.9912 0.0088

Dan¢ objekty si miizeme vizualizovat prostfednictvim funkce plot(), pficemz
jsme pouzili argument col = as.integer(data@2$Species) z dlivodu, aby se
nam jednotlivé objekty zabarvily na zakladé piislusnosti do konkrétni skupiny.
Na ose X mame hodnotu diskriminacnich skére pro prvni diskriminacni funkci.
Na ose Yy mame hodnotu diskriminacnich skore pro druhou diskriminacni

funkeci.

plot(modelDiskriminacni, col = as.integer(data@2$Species

)
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Pomoci hodnot diskriminac¢nich koeficientl mtizeme vytvofit predikéni model

a ovetit jim zarazeni jednotlivych objekti do skupin. PouZijeme na to stejnou

funkci jako v pfedchozim pfipadé, v niz doplnime argument CV = TRUE.

modelDiskriminacniPredikce<-1da(Species~Sepal.Length+Sep

al.Width+Petal.Length+Petal.Width, data

data@2, CV =T

RUE)

modelDiskriminacniPredikce

## $class

##  [1] setosa setosa setosa setosa set
osa setosa

H#it [7] setosa setosa setosa setosa set
osa setosa

## ...

## [145] virginica virginica virginica virginica vir
ginica virginica

## Levels: setosa versicolor virginica

H#H

## $posterior

Hit setosa versicolor virginica

## 1 1.000e+00 5.087e-22 4.385e-42

## 2 1.000e+00 9.588e-18 8.888e-37

## 3  1.000e+00 1.984e-19 8.607e-39

## ...

## 149 3.097e-40 1.339e-05 1.000e+00

## 150 3.586e-33 2.059e-02 9.794e-01

Dana funkce nabizi nékolik vystupt,

nas vSak hlavné zajima uspéSnost

klasifikace. Ptifazeni jednotlivych objektl na zédkladé diskriminaénich funkci

muzeme vidét ve vystupu modelDiskriminacniPredikce$class, které¢ vychazi

z takzvané

posteriorni

pravdépodobnosti

(modelDiskriminacniPredikce$posterior) prislusnosti ke konkrétni skuping.

Kazdy objekt se zatfadi do konkrétni

posteriorni pravdépodobnosti.
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Pokud si chceme vypocitat GspéSnost klasifikace, opét nam k tomu miize
pomoci  kontingen¢ni  tabulka. Porovnavame  skutecné pfitazeni
(data@2$Species) a piifazeni nami uvazovanou diskrimina¢ni funkci
(modelDiskriminacniPredikce$class), tuto kontingencni tabulku si uloZme

jako objekt s nazvem tabulka.

tabulka<-table(modelDiskriminacniPredikce$class, data@2$%

Species)

tabulka

H#it

Hit setosa versicolor virginica
## setosa 50 0 0
##  versicolor 0 48 1
##  virginica 0 2 49

Z uvedeného vystupu vidime, Ze se ndm spravn¢ podatilo klasifikovat vSechny
druhy setosa, 48 z 50 druhti versicolor (zbylé dva jsme nespravné klasifikovaly
jako virginica) a 49 z 50 druhti virginica (jeden jsme nespravné klasifikovaly

jako versicolor).

Prostfednictvim funkce prop.table() zmeénime tyto absolutni Cetnosti v
kontingen¢ni tabulce na Cetnosti relativni. Na zakladé funkce diag() Si
muizeme zobrazit relativni uspéSnost nasi klasifikace na zakladé jednotlivych

skupin a celkovou diskriminaéni schopnost modelu.

prop.table(tabulka)

##

## setosa versicolor virginica
#it setosa 0.333333 0.000000 0.000000

##  versicolor 0.000000 0.320000 ©0.006667
## virginica ©.000000 ©0.013333 0.326667

diag(prop.table(tabulka,2))

1 setosa versicolor virginica
H#H 1.0000 0.9600 0.9800
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sum(diag(prop.table(tabulka)))
## [1] 0.98

Jak mizeme vidét, podafilo se ndm spravné klasifikovat 100% druht setosa,
96% druhti versicolor a 98% druhti virginica. Celkova diskriminaéni schopnost
modelu je velmi vysoka (na urovni 98%), coz je velmi dobry vysledek, musime
si vS§ak uvédomit, ze jsme ji urCovaly ovéfovanim na ptivodni datové mnoziné
a proto je nadhodnocena. V praxi ¢asto postupujeme tak, Ze si datovou
mnozinu rozdélime v n¢jakém vhodném poméru na dvé €asti (trénovaci a
testovaci mnozinu). Na trénovaci mnozin¢ odhadneme koeficienty

diskriminaéni funkce a jeji usp€snost ovéfujeme na testovaci mnozing.
7 Kvalitativni vyzkum

7.1  Zakladni principy a zaméfeni kvalitativniho vyzkumu

V této kapitole jsou popsany =zakladni znaky kvalitativniho pfistupu,
vysvétleny metody a principy, objasnéna diilezitost formulovani vyzkumné
otazky v kvalitativnim vyzkumném Setfeni. Kapitola se vénuje nejen sbéru dat,
ale 1 jejich analyzou a interpretaci, zvlaStnostem hodnoceni a zavérim
z kvalitativniho zkoumani. Pfi zpracovani kapitoly vychazime z Ceskych 1
svétovych erudovanych zdroji a piedevsim se opirame o zavedenou teorii

zpracovanou docentem Hendlem.

Kvalitativni vyzkum ma za cil hlub§i porozuméni zkoumané skutecnosti. Je
pouzivan tehdy, kdy kvantitativni vyzkum nepostacuje danym uceltim a nelze
jej proto pro feseni vyzkumného problému pouzit, nebo je potieba nékterou
¢ast kvantitativniho Setfeni vice prohloubit. Jednotna definice kvalitativniho
vyzkumu neexistuje, jelikoz se jedna o velice Siroky pojem, zahrnujici zna¢nou
Skalu ptistupt. Muze vSak byt definovan jako vyzkum, ktery se zamétuje na
ziskani hlubokého pochopeni zkoumané reality. Vyzkumny problém miize byt
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sledovén na relativné malém poctu respondentii. Metodika obvykle nespoléha
na zapojovani statistickych analyz. Kvalitativni ptistup je vhodny pro situace,
kde se malo vi o subjektu, ktery ma byt analyzovan. Role autora je predevs§im
ziskat nahled kontextu, ktery je studovan: jeho logika, uspotfaddani a jeho
explicitni i1 implicitni pravidla. Provadi se pomoci delSiho a intenzivniho

kontaktu s jedincem, instituci, skupinou apod.

Kvalitativni vyzkum je zaméfen na interpretace subjektivnich vyznamii, popis
kontextd ziskdvani zkuSenosti, jedndni nebo chovéni, pficemz se zajima
predevsim o subjektivni teorie jedincti v daném prostredi. Kvalitativni vyzkum

je zejména vhodny, jestlize je cilem:

e porozumét subjektivnim zkuSenostem jedinct nebo skupin,

e porozumét pusobeni riznych faktori (socialnich, kulturnich,
politickych apod.) a interakcim mezi jedinci a prostiedim,

e prvni seznameni s novou nebo slozitou oblasti,

e podpofit kvantitativni vyzkum, ¢i ziskat hlubsi vhled do problematiky,

kterou odhalilo nejc¢astéji dotaznikové Setfeni.

Zakladni zaméfeni kvalitativniho vyzkumu je déno relativn€ obecnymi
otazkami a ne hypotézami, které se maji testovat. Jak se vyzkum rozviji, otazky
se postupné uptesiiuji nebo se generuji nové, které probihajici vyzkum
podrobnéji specifikuji. To mize vést k potiebé pozménit plan vyzkumu a
k zacilenému sbéru dat. V tomto smyslu ma plan kvalitativniho vyzkumu
naléhavy charakter, jeho planovani je pruzné, aby reagoval na okolnosti
vyzkumu a dosavadni vysledky. Pfi planovéani kvalitativniho vyzkumu je

nutné:
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e urcit ucel a zaméfeni studie, vymezit hranice a kritéria pro to, které
informace bude studie zahrnovat nebo vylucovat (hranice se ale mohou
béhem vyzkumu ménit),

e rozhodnout se, zda se kvalitativni pfistup zvoli jako hlavni vyzkumna
strategie,

e urcit, kde, kdy a od koho se budou sbirat data,

e urcit faze vyzkumu,

e urcit metody pro sbér dat,

e navrhnout organizaci sbéru dat (zadavani otazek, ptepis dat apod.),

e naplanovat, jak se budou data analyzovat, urcit programovy systém pro
ukladani a zpracovani dat s ptihlédnutim ke zvolené organizaci sbéru
dat,

e naplanovat logistiku, pfesny ¢asovy rozpis a popiipad¢ financovani,

e vénovat se opatienim pro zajisténi kvality celého postupu.

Na zacatku kvalitativniho vyzkumného procesu byva pozorovani a sbér dat.
Potom patrame po pravidelnostech existujicich v téchto datech, patrame po
vyznamu téchto dat, formulujeme interpretaci, délame predbézné zavéry a
vystupem mohou byt nové formulované vyzkumné otdzky. Vytvaiime si
komplexni obraz o realit¢ tim, Ze vyhleddvame a analyzujeme jakékoliv
informace, které pfispivaji k osvétleni vyzkumnych otidzek. Kvalitativni
vyzkum se vzdy provadi pomoci del$iho intensivniho kontaktu s terénem nebo
situaci jedince ¢i skupiny jedincii. Autor se snazi ziskat integrovany pohled na
pfedmét studie, na jeho kontextovou logiku. PouZzivaji se vétSinou relativné
malo standardizované metody ziskavani dat. Hlavnim tkolem je objasnit, jak
lidé¢ v daném prostedi dojdou k pochopeni toho, co se déje, pro¢ jednaji ¢i
nejednaji ur€itym zpiisobem. Data se induktivné analyzuji. Standardizace v

kvalitativnim vyzkumu je slaba, a proto mé kvalitativni vyzkum pomérné
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nizkou reliabilitu. Slaba standardizace vyzkumu, volnd forma otazek a
odpovédi nevynucuje takovd omezeni jako kvantitativni vyzkum. Proto

potencialné¢ mize mit vysokou validitu.

Kvalitativni vyzkum vychazi z interpretativniho piikladu, ve kterém se dava
diiraz na porozuméni vyznamim lidského jedndni a zkuSenosti a na ziskani
podrobnych zprav o pohledech zkoumanych jedinci. Vyzkum vychazi z
piedstavy, ze svét je konstituovan interaktivnim jednanim a je pro jedince i
skupiny vyznamové strukturovany. Proto je nutné ho vidét nejdiive ocima
sledovaného jedince nebo zkoumané skupiny. Tato primarni rovina popisu a
rozboru se na vyssi urovni piekracuje hledanim pravidel, norem a struktur,
které jednotlivé interpretace ovliviiuji a jichz si neni jedinec obvykle védom.
Zvlastni roli hraje pfitom koncept subjektivni teorie. Subjektivni teorie jsou
vzdy urcené vlastnimi zkusenostmi a uc¢enim jedince v socialnim prostredi.
Umoznuje jedinci orientaci a zvladani ukolii v kazdodennim Zivoté. V nich
jedinec disponuje repertoarem interpretaci a feSeni, které lze bezprostiedné
uplatnit a které se s velkou pravdépodobnosti osvéd¢i. Kvalitativni vyzkum tak
muze byt pouZit na prohloubeni dosavadni teorie, nebo pro vytvofeni teorie
nové. Diky pouZivani kvalitativnich metod byla objevena nova témata, ktera
byla doposud nezméfitelnd kvantitativnimi metodami. V nasledujici tabulce
jsou uvedeny nékteré rozdily mezi kvantitativnim a kvalitativnim vyzkumnym

Setfenim.

Kvalitativni vyzkum Kvantitativni vyzkum
vyzkumnik je uvnitf, pfitomen | vyzkumnik je vné situace
situaci
osobni rozhovory, piipadové studie | dotazniky, testy, méfeni
mensi pocet respondentl vEtsi pocet respondentil
casove ndrocny sbeér dat Casoveé méné narocny sbér dat
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mén¢ strukturovanosti vysokd mira strukturovanosti
indukce z vysledki dedukce z vysledku
zkoumani problému do hloubky zkoumani vice okrajové
vytvareni teorii testovani teorii

¢asto nemoznost zobecnéni mozn¢é zobecnéni

Tabulka 2: Rozdily mezi kvantitativnim a kvalitativnim vyzkumem

zdroj: autor
7.2  Metody kvalitativniho Setieni

Kvalitativnimi  metodami realizujeme sbér dat, jejich kodovani,
vyhodnocovani, interpretaci, ale 1 hodnoceni kvality kvalitativniho

vyzkumného Setteni.
Zakladni metody kvalitativniho vyzkumu jsou:

e fizené rozhovory,

e piipadova studie,

e pozorovani,

e tematickd analyza (interpretace textd a dokumentt),
e audio ¢i video zaznam (interpretace zdznamu),

e dotaznik S otevienymi otazkami.

7.2.1 Rizeny rozhovor

Rozhovor patii k nejc¢astéjsim metodam kvalitativniho zkoumani. NejCastéji se
uvadi  strukturovany  otevieny  rozhovor, neformalni  rozhovor,
fenomenologicky rozhovor, narativni rozhovor, skupinova diskuze. ,,Tyto
pfistupy odliSuje rozsah urcenosti a standardizace potadi otdzek pfi
dotazovani, pocet osob, které se zicastni rozhovoru, forma informaci, jez se
pii dotazovani ziskaji, 1 situace rozhovoru. Kazdy z nich ma slabiny a piednosti

a vyzaduje poné€kud odlisnou piipravu (Hendl, 2005, s. 168). U kvalitativnich
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rozhovort jsou typy dat piepis z téchto rozhovort, audio i videozaznamy a
osobni komentatre. Sbér dat tvofi naslouchdni vypravéni, kladeni otdzek a
ziskavani odpovéedi. Dilezité je ziskat pravdivé odpoveédi od respondenta.
Rozhovor provadi pouze jedna osoba, je dilezité, aby se jednalo o odbornika
a aby se na zacatku rozhovoru odstranily psychické zabrany. Dilezity je i
zpisob kladeni otdzek, otdzky by mély byt jasné, citlivé, neutrdlni a oteviené.
Spravna otazka dava dotazovanému moznost pouzit vlastni slova, bez toho,
aby mu byla vnucovédna néjakd odpovéd’. Dotazovany musi vyjadiit sviyj
vlastni nazor a pocit. Zaroven miiZze samostatné navrhovat vztahy a souvislosti.
Nepredkladame predem urcené formulace odpovédi. Pokud je rozhovor veden
spravng, tak tazatel i respondent citi, ze jde o dvoustrannou rovnocennou
komunikaci. Pro udrZeni divéry by mél tazatel zpovidanému poskytnout
ptfisluSnou informaci o ucelu otdzky. Tazatel zdroven musi podnécovat

respondenta, aby mu svéfoval dal§i podrobnosti.

Velmi dilezité je celkové vedeni rozhovoru. Do ptipravy pied rozhovorem
samotnym patfi mimo vypracovani navodu i vybér vhodného mista nebo
dohodnuty Cas. Pfipadné nahravaci zatizeni je lep$i mit nainstalované pted

zaCatkem rozhovoru. Rozhovor zacne, az je vSe pfipraveno.
Ma nasledujici strukturu:

> Uvod (introduction) — na zaGatku se tazatel predstavi a vysvétli cil
studie, poZzada o povoleni k nahravani, zodpovi vSechny respondentovy
otazky o povaze studie.

» Rozehidati (warmup) — Vv této fazi se buduje vztah mezi tazatelem a
respondentem. Muze se zalit otazkami o prostiedi, kde se rozhovor
odehrava.

» Hlavni rozhovor (main body of the interview) — zde se tazatel zacina

ptat podle navodu.
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» Zchladnuti (cool-off) — pfijde na fadu, kdyz se hlavni rozhovor chyli
ke konci. Tazatel miize nasmérovat rozhovor do neforméalni roviny, aby
se 1épe ukoncoval.

» Uzavieni (closure) — podékovani a rozlouceni.

V pribehu rozhovoru by si mél tazatel dat pozor i na ton hlasu. Jelikoz jde o
rozhovor z o¢i do o¢i, mél by si také davat pozor na zpusob, jak se pta i jak
reaguje na odpovéedi, aby nevnesl do sbéru dat néjaké predsudky. Je nutné, aby

rozhovor byl v celém svém prubéhu neutralni.
7.2.2 Pripadova studie

Nazyvana téz kazuistika (case study). Jedna se o detailni studium jednoho ¢i
n&kolika maélo piipadia. Utelem ptipadové studie je aplikace ziskanych
poznatki pii porozuméni pripadiim obdobnym. Pfedpokladem je sousttedit se

na jeden objekt

Je to metoda, kterd umoznuje zachyceni slozitosti, detailli, vztahti a procest
probihajicich v daném prostiedi. Pfredpoklada, ze podrobny vyzkum jednoho
pfipadu pfisp&je k lepSimu porozuméni a pochopeni jinych, obdobnych
ptipadt. Tyto piipady je ovSem tifeba vnimat a chapat v SirSim kontextu,
eventudlné je srovnat s dal§imi ptipady. Zkouma, jaké jsou charakteristiky
dan¢ho piipadu nebo skupiny porovnavanych piipadi. Na rozdil od
statistického Setfeni, které shromazd’uje relativn€ omezené mnozstvi dat od
jednoho nebo nékolika malo jedinct. Jde vni o zachyceni sloZitosti
zkoumaného ptipadu, o popis vztahl. Pfipadova studie musi spliiovat urcité

podminky:

e stanovit typy otdzek, na néZz bude hledat odpovédi odkryvanim
zkoumaného ptipadu v terénu,

e vymezit roli vyzkumnika,
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e zvazit, zda bude zkoumat soucasny stav, nebo historii ptipadu.

Kazda ptipadova studie ma sviij vlastni logicky rdmec. Vyvoj teorie je soucasti
zaméru, zpravidla jsou také stanoveny urcité komponenty nebo jednotky
analyzy, okruhy nebo typy zdrojt, ziskdni dat a zpisoby jejich zdznamu.
Podstatny je vybér piipadu, ktery bude zkouman tak, aby reprezentoval urcity
typ nebo skupinu obdobnych piipadi. Riiznorodost reality danych ptipada
poskytuje vice interpretaci, na nichz se, jak jiz bylo uvedeno, podileji aktéfi,
role vyzkumnika a jeho asertivita je podstatnou formou analytické
generalizace. Pfipadové studie mohou zkoumat jednotlivé osoby, malé skupiny

¢i socialni skupiny, organizace, instituce, udalosti nebo vztahy.
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Typy ptipadovych studii jsou:

e Osobni pripadova studie
Jedna se o podrobny vyzkum urcitého aspektu u jedné osoby. Vyzkumnik se
vénuje minulosti, kontextovym faktorim a postojim, které zkoumané udélosti
piedchazely. Zkoumé mozné piiCiny, determinanty, faktory a procesy, jez s ni
m¢ély souvislost.

e Studie malé skupiny
Vyzkumnik zkoumd jednu komunitu v urCité lokalité, ptipadné lokalitu
samotnou. Popisuje a analyzuje vzorce hlavnich aspektt zivota této skupiny,

zvlastnosti lokality apod.

e Studium socialnich skupin
Vyzkumnik se zabyvd zkoumanim malych piimo komunikujicich skupin
(napf. zaméstnanci jednoho podniku). Popisuje a analyzuje vztahy, rozdily,

aktivity ve skupiné.

e Studium organizaci a instituci
Vyzkumnik zkouma firmy, Skoly a jiné organizace, uskutecnéni program,
kulturu organizaci, procesy zmén a adaptaci. Hleda nejlepsi vzorce zavedeni

urc¢itého typu fizeni, chovani, evaluace.

e Zkoumani udalosti, roli a vztahu
V tomto typu se vyzkumnik zamétuje na urcitou udalost. Castecné se mlze
prekryvat se studiem socialnich skupin a organizaci. Vytvaii analyzu interakce

¢lenil skupiny, stereotypy apod.

Ve vSech uvedenych typech se mize jednat o rizné vyzkumné zameéry.
Nejcasteji jde o objasnéni pouze jednoho daného piipadu a proniknuti do
hloubky problému v dané situaci nebo organizaci se zamérem porozumeét

okolnostem tohoto ptipadu. MiiZe jit i o objasnéni urcitého jevu vyskytujiciho
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se Vv realité¢ na jednom nebo nékolika ptipadech jev reprezentujicich, nebo
zkouma vice piipadil s cilem ovéfit urcitou koncepci nebo inovaci a ziskat
poznatky prokazujici urcité spolecné rysy poskytujici vhodnost ¢i nevhodnost

této koncepce nebo inovace.

7.2.3 Pozorovani

Védecké pozorovani hraje dulezitou roli vramci kvalitativniho i
kvantitativniho vyzkumu. Je to cilevédomé, soustavné a planovité vnimani
procest a jevi, které sméfuje k odhaleni podstatnych souvislosti a vztahil
sledované skuteCnosti. Védecké pozorovani se na rozdil od laického
pozorovani da definovat jako technika sbéru informaci zalozena na
zaméteném, systematickém a organizovaném sledovani aspektt, které jsou

predmétem zkoumani.

Pozorovani musi spliovat nékolik podminek:

e piesna organizovanost,

e prubéch podle stanoveného planu,

e pfesnd registrace pozorovanych jevl a procesu.

Dalsi podminky musi spliiovat také pozorovatel. Mél by mit zdravé smyslové
organy, schopnost pfesného odhadu, schopnost koncentrace pozornosti,
oproSténi od negativnich vlivil, predsudkl a zaujatosti, schopnost piesného

vnimani, vedeni bezprostiednich a ptfesnych zaznamd.

V ramci metodiky védecko-vyzkumné Cinnosti stoji pozorovani nejcastéji na
zacatku vyzkumného procesu. Zucastnéné pozorovani patii rozhodné mezi

nejstar$i metody zkoumani.
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Pozorovani jako metodu vyzkumu délime na nékolik typu, které se mezi sebou

mohou vzijemné¢ kombinovat. Prvni moznost dé¢leni je podle miry

standardizace, tedy podle toho, jak moc je pozorovani formalizované:

Nestandardizované pozorovani ma velmi nizky nebo zadny stupen
formalizace. Velmi Casto byva u tohoto typu urcen pouze cil nebo
pfedmét pozorovani a ostatni aspekty pozorovani jsou dopliovany
prabézné.

Standardizované pozorovani ma striktn¢ danou formu. Predem je
stanoven cil a pfesnd podoba vyzkumu, vcetné naptiklad casu nebo
mista. Pozorovatel pfipravi zdznamovy arch s pfedem uréenymi
pozorovacimi  kategoriemi, diky tomu mize byt vyzkum
kompatibilnéjsi a vznika tim i moznost spoluprace vice vyzkumnikii na

jednom projektu

Polostandardizované pozorovani je urcity kompromis mezi obéma
hraniénimi metodami — nékteré projevy jsou zaznamenany
formalizovanym zaznamem, jiné aspekty vyzkumu jsou zaznamenany

nestandardizovanou formou.

Dalsi déleni mize byt podle pozice pozorovatele ke zkoumanym osobam:

Otevirené pozorovani (n¢kdy nazyvané zjevné) — zkoumané osoby
jsou informovany o vyzkumu. Nebezpefim je moznost zkresleni
vysledkt kviili naruSeni pfirozeného chovani pozorovaného subjektu ¢i
skupiny.

Skryté pozorovani — umoziiuje zaznam poznatkli, aniz by o tom
studované subjekty véde€ly. Zaroven s sebou piinasi nebezpeci odhaleni
a stim souvisejici komplikace v pokracovani vyzkumu. Posledni

moznosti je rozdéleni podle toho, zda pozorovatel vstupuje c¢i
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nevstupuje do skupiny.
e Nezucastnéné pozorovani — pozorovatel zistava mimo sledovanou

skupinu

e Zucastnéné pozorovani — pozorovatel se zapojuje do skupiny a

spolupodili se na jejim zivot¢ a aktivitach.

Dtlezity je plan pozorovani, protoze je velmi jednoduché nevédomé filtrovat,
co vidime, v z&vislosti na naSich ocekdvanich. Je tedy dobré pouzit pozorovaci
plan nebo kontrolni seznam, aby idaje z pozorovani byly nezaujaté. Hlavni
vyhodou této metody je detailni popis pozorované skutecnosti. Dojde tak
k pochopeni problému v jeho hloubce, tim se také otevird moznost rozsahlé
komparace dvou jevll. Pozorovani probiha v pfirozeném prostiedi, vyzkumnik
zachycuje bezprostiedni zkuSenost s pozorovanym jevem, zavery z vyzkumu
proto byvaji opravdu vypovidajici. Dalsi vyhodou metody je, ze pozorovani
overi, zda se lidé chovaji doopravdy tak, jak si mysli. Mizeme ovérit, zda
informace, které respondenti vyplnili v dotazniku jsou pravdivé. Mizeme

zaznamenavat 1 audio ¢i videozaznamem.

7.2.4 Tematicka analyza

Zpracovani dat prostiednictvim metody tematické analyzy znamena dokonale
urcit vyzkumné otazky, nebot’ jednotlivé kroky jsou vzdy v souladu s t€mito
otazkami. Jedna se o vyzkumny zamér otdzky, vybér vyzkumného vzorku,
provedeni analyzy a ovéteni validity. Prostfednictvim otazky zkoumame, jaka
témata jsou charakteristickd pro dany problém ¢i pro piistup respondenti
k danému vyzkumnému problému. Skrze tematickou analyzu ze ziskanych dat

od respondentil vydefinujeme nékolik témat, které tvoii rAmec teorie o daném
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problému, popfipadé¢ do jaké miry se nazory respondentti shoduji s t€mito

tématy.

Cilem analyzy je z cerstvych dat od pifimych aktért vytvofit prave tu rimcovou
teorii napf. o uritém pfistupu nckoho k nécemu, pomoci které v praci

testujeme napt. konkrétni opatieni.

Jedna se o jednu z nejstarSich metod obsahové analyzy pii kvalitativnim
vyzkumu, kterému nabizi snadny a flexibilni pfistup. (Obsahova analyza
/content analysis/ nebo také vécna analyza spada vSak do kvantitativni
analyzy.) Témata zkoumaného textu v ramci tematické analyzy jsou fazena do
kategorii, které jsou definovany jeSté pfed samotnym zkoumanim. Diky
redukci informaci do vytvofenych kategorii je velmi uspornou metodou.
Tematickd analyza mulze byt pouzita ke spojeni zdéanlivé neslucitelnych
materialt tak, aby dohromady davaly smysl na zdklad¢ spole¢nych témat.
Byva uzivdna k analyzovani a ziskani kvalitativnich informaci o osobé,
organizaci, urCité situaci apod., byva aplikovdna, aby se vyzkum mohl
posunout od pouhého Cteni ziskanych dat k objeveni vzoru a zformovani
specifické vyzkumné otazky. Autofi vyuZivaji tematickou analyzu jako
prostiedek k ziskani hlub§itho porozuméni informacim, které v pribchu

vyzkumu ziskali (Merten, 2017).

Tematicka analyza vyuziva koncept takzvanych ukotvenych teorii, tedy teorii,
které maji své predpoklady, vychazeji pfimo z empirickych dat skrze hledani
vhodnych témat, jejich kontrasti a vysledkem je vytvareni tematickych
modelt. ,,Tematicka analyza je flexibilnim pfistupem ke kvalitativnim datim,
ktery je vyuzitelny napfi¢ obory a vyzkumnymi otazkami” (Braun, Clarke,
2006, s.14).

Autorky pro co nejefektivnéjsi zpracovani dat navrhuji nésledujici strukturu.

Pro spolehlivost doporucuji pravidelnou revizi.
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e Seznameni se s daty
Logicky prvni krok zpracovavani dat. V ptipad¢€ rozhovora autor opatii jejich
autenticky ptepis. Autorky doporucuji nasledné peclivé a opakované piecist
vSechna dostupnd textova data. Poc¢atecni opakujici se vzorce si vyzkumnik

zaznamenava, aby je mohl nasledné vyuzit pii tvorbé pocate¢nich kodu.

wewvr

¢ Generovani pocatecnich kédu
Ve druhém kroku vyzkumnik zaznamenava vzorce, které mu ptijdou zajimavé
vyznamné, nebo které se opakuji. Tyto pocatecni kody jsou spiSe uzkymi
specifiky textu nez tématy, ale umoziuji zasazeni vypovedi respondentti do

kontext.

e Vyhledani témat
Soucasti tietiho kroku je interpretace nabytych kodii do témat. Relevantni data
jsou roztfidéna do odpovidajicich témat. Myslenkovy proces vyzkumnika by

mél sledovat jednotlivé kody, témata a pfipadné i podtémata.

e Revize témat
Vyzkumnik se vraci k predchozim krokiim a reviduje je. Zvazuje separaci
myslenek do vice kodi, roztfizeni témat 1 jejich pfipadné vytazeni. Mezi
tématy by mély byt ziejmé rozdily a data v jednotlivych tématech by spolu
méla souviset. Revize se déla jak ve vztahu k jednotlivym kodim (krok €. 2),

tak ve vztahu k tématim (krok ¢. 3).

e Definovani a pojmenovani témat
Vyzkumnik definuje pevné témata, pojmenuje je a piipadné definuje existujici
podtémata. Tento krok po vyzkumnikovi vyzaduje ur€eni toho, co jednotliva
témata definuje a co je rozliSuje tak, aby kazdé téma bylo v celku konzistentni

a byla ziejma jeho podstata.
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e Sepsani zpravy
Poslednim krokem je pietvoreni analyzy do srozumitelné zpravy. Vyzkumnik
vyuziva piiklady souvisejici s jednotlivymi tématy, vyzkumnou otdzkou a
dal$imi prameny. Vyzkumnd zprava musi byt pro Ctenate presveédciva, jeji
podstata zfejma a validni. Zprava by neméla byt pouhym popisem témat a
poskytnout analyzu podpotfenou empirickou evidenci adresujici vyzkumnou

otazku (Braun, Clarke, 2006).

7.2.5 Dotaznik

Dotaznikové Setfeni je metoda predevsim kvantitativniho vyzkumu. Je nutné
piesné¢ formulovat cil a ulohu dotazniku ve vztahu ke zkoumanému
vyzkumnému problému. Autor vytvoii otazky, které danym zplisobem popisuji
vyzkumny problém. Pro sestaveni efektivniho dotazniku se pouzivaji tii typy

otazek:

> uzaviené,

» polouzaviené,

» oteviené.
V ramci dotaznikového Setfeni je mozné zaradit praveé kvalitativni linii
vyzkumu pomoci otevienych otazek. Oteviené otazky nabizeji jako odpoveéd’
pouze textové odpovédi. Jsou uréeny ke zkoumdni specifickych odpovédi
respondentli, které neni mozné vyjadfit jinak neZz slovnim popisem.
V odpovédi na otevienou otazku se muze respondent vyjadfit svymi slovy
podle vlastniho uvazeni. Nedostava na vybér z ptipravenych variant odpovedi.
Vyhodou otevienych otazek je predevSim skutecnost, ze umoziuji ziskat
odpovéd’, kterd autora dotazniku nemusela napadnout. Dale podnécuji

respondenta k hlubsimu zamysleni nad tématem a vérnéji zachycuji pohled
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respondenta na otazku, jelikoZ neni omezen variantami odpovédi. Autor

dotazniku tak muze ziskat originalni myslenky.

Efektivnost oteviené otazky zpravidla pfimo souvisi s tim, nakolik respondent
pochopil otdzku a s jeho kompetentnosti soudit o dané véci. Proto otazky musi
byt jasné formulované, vSichni respondenti by jim méli rozumét stejnym
zpusobem. Jasnd otdzka pro autora dotazniku nemusi byt jasnd pro
respondenty. Oteviené otazky je velmi vhodné pouzit v pfedvyzkumu a po
vyhodnoceni ziskanych odpovédi preformulovat na otazku uzavienou nebo
otazku polootevienou tim, ze se provede obsahova analyza ziskanych
odpovédi a jejich kategorizace. Podobna kategorizace, resp. klasifikace se
provadi i v ptipad€ zafazeni oteviené otdzky do hlavniho Setfeni. Ziskané

odpovédi se kdduji na zéklad€ vypracovanych kodovych klica.

Oteviené otazky zacinaji ¢asto slovem: proé, jak, ¢im, kdo, co. Jde 0 to zjistit
chybéjici informace. Otadzky by nemély byt sugestivni, to znamena, Ze by
nem¢ly vyjadiovat postoj tazatele k tomu, na co se pta (autor do otazky zjevné
¢i skryté¢ dava pozadovanou odpovéd’). Spravné postavena otazka ma velky

vliv na odpovéd’ respondenta.
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7.3 Kvalitativni dotazovani
7.3.1 Vyzkumna otazka

Ugel kazdé védecké studie musi byt propojen s metodami, které se pouZiji
k feSeni, a zaroven s vyzkumnou otazkou. Vyzkumna otazka je zpisob, jakym
uvazujeme o daném tématu ze svého vlastniho hlediska. Nasledujici obrazek
ukazuje névaznost mezi urcenim ucelu studie, pohledem vyzkumnika,

teoretickym ramcem, zvolenymi metodami a vyzkumnou otazkou.

Vyzkumné otdzky zacinaji obecnym problémem, ktery je postupné zuzovan,

jmmm J Teoreticky

ramec

T

1

|
A 4

Pohled
vyzkumnik
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Vyzkumna Metody
otazka

.| Prehled
literatury

T 7y

Obrazek 63: Navaznost od urceni studie k vyzkumné otazce zdroj: Hendl, 2005

vychazeji tedy zobecného urCeni cile vyzkumu, ktery prevadéji do
konkrétnéjsi podoby. Tento uzce vymezeny pohled pak soustfedi zajem autora
na zcela urcitou oblast zkoumani. Vyzkumné otazky udavaji vyzkumu smér,
poskytuji ramec pro dalsi interpretaci a zavéry. Obvykle autor formuluje jednu
zastieSujici vyzkumnou otdzku, ke které lze stanovit dil¢i vyzkumné otazky.

Je dobré formulovat si otdzku jako vyzkumny problém. Vyzkumny problém
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znamena, co chce autor fesit a na které otazky chce odpovédéet. Nejen samotna
volba, ale i formulace pfedpoklada zkuSenosti a ptehled v dané. Definitivni
formulace vyzkumné otdzky by méla dozravat a vznikat postupné. Musi
piedchazet prostudovani literatury, zmapovani toho, co se zjistilo a popsalo

V dané oblasti a také jakymi metodami.

Castym nedostatkem pii formulaci vyzkumné otazky ¢ vyzkumného problému
je, ze autor si stanovil téma (oblast, kterou chce zkoumat), nikoli vyzkumny
problém. Problém tedy vymezi ptili$ Siroce. V otdzce musi byt zcela konkrétné
a presné, co chceme zkoumat. Vyzkumny problém musi prohlubovat poznani
problematiky, nesmi byt trivialni, jednoduchy, nemtze se stat, aby odpoveéd
byla jasna — ano, ne — a nema smysl to dale slozit¢ dokazovat. I pii psani
kratSich textl (tfeba semindrnich praci) je proto dobré na vyzkumné otazce
pracovat — i zde miize autor udélat zdsadni chyby, naptiklad zabyvat se ptili§

mnoha problémy najednou a nedospét tak k zddnému konkrétnimu zavéru.

Vyzkumné otazky v kvalitativnim vyzkumu se vétSinou tykaji tfech oblasti:

e popisu a interpretaci vyznamil, které ptisuzuji jedinci situacim a
jednanim,
e oblasti jazyka jako prostfedku komunikace,

e vytvafeni teorii zkoumanim konfiguraci a kontingenci v kvalitativnich

datech.

7.3.2 Techniky dotazovani

Mezi zékladni metody a techniky dotazovani pfi sbéru dat patfi rtizné typy

rozhovorti, dotaznik S otevienymi otdzkami, stimulované vzpominani,
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komentovani videozadznami, mysleni nahlas, technika kritickych udalosti.

Otazky by vzdy mély byt neutrdlni, citlivé a jasné formulované.

Mezi zakladni taktiky kvalitativniho dotazovani fadime Sest typi otazek:

>

YV V VYV V

>

otazky vztahujici se ke zkuSenostem,
otazky vztahujici se k nazortim,
otazky vztahujici se k pocitiim,
otazky vztahujici se k chovani,
otazky vztahujici se ke znalostem,

otazky vztahujici se k vnimani.

Jde o otazky typu ,,Co myslite...Jaky je va$ nazor na...Co byste si ptal...Co

tedy citite...Na co se vas ptali.” Pro spravné fazeni otazek neexistuji pravidla.

Tazatel pouze musi dbat nato, aby jeho otazky byly srozumitelné a jasné, stejné

tak se nesmi pokladat vice otazek najednou.

K dotazovani patii rizné typy a druhy otdzek, at uz ve form¢ mluvené

(rozhovor) ¢i psané (dotaznik). Kladeni otazek neni jednoduché zalezitost.

Nejde o to, na co se ptame, ale jak se ptame. Existuje n€kolik zasad pro

tvorbu otazek:

srozumitelnost otazky — je lepSi nepouzivat Zadné cizi a odborné
vyrazy, aby otdzce porozuméli vSichni respondenti, dal$i problém
muze nastat u pojmd, které si kazdy jedinec miize vylozit podle svého
(spravedInost, svoboda apod).,

jednoznacnost otazky — respondent musi piesné védét, na co se ho
ptame,

psychologicka prijatelnost otazky — jde o uzivani taktnich formulaci
v souvislosti s nepfijemnym sdélenim a udalostmi,

formulace dotazu — dotaz samotny nesmi sam respondentovi vnucovat

spravnou odpoved’,
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e neverbalni projevy — tazatel si musi davat pozor na své neverbalni

projevy, které by mohly ovlivnit odpovédi respondenta,

e jc dualezit¢ zamyslet se, nez polozime respondentovi otazku Proc?,
abychom se nedostali do oblasti, které jsou pro respondenta neptijemné

odhalovat, ¢i ipIn€ mimo nas vyzkum.

Rozeznavame nekolik typti a druhti otazek. Typ otdzky vyjadiuje jeji konkrétni
podoba a druh otdzky urcuje jeji funkce v ramci konkrétniho dotazovani.
A/ Podle toho, jak je otazka standardizovana:

e Otazky volné — nenabizeji respondentovi zddnou variantu odpovédi,
proto ma uplné volny prostor ke svému vyjadieni. Nevyhodou je velmi
naroc¢né zpracovani takového dotazniku.

e Otazky uzaviené — odpovédi z vybéru z nabizenych variant, tento
druh otdzek se pouziva hlavné v dotazniku a dobfe se zpracovava,
musime vSak pocitat s mirnym zkreslenim vysledki, protoZe
respondenti mohou volit odpovéd’ na zéklad¢ jakéhosi kompromisu,
pokud nenajdou jednozna¢né spravnou odpoveéd.

e Otazky polouzaviené — u téchto otdzek najdeme nabizené varianty i

misto pro vlastni odpovéd'.

B/ Déleni podle poc¢tu variant a zpisobu prace s nimi:
e Otazky dichotomické — maji dvé mozné odpovédi.
e Otazky polytomické — maji vice variant odpoveédi nez dvé. Dale se
déli na:
- otazky vybérové — respondenti musi z nabizenych variant vybrat

pouze jednu jedinou
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- otazky vycCtové — respondent vybira vSechny moznosti, které

povazuje za adekvatni

C/ Déleni podle funkce, kterou otazky maji v dotazovani:

e Vyzkumné otiazky — prostfednictvim nich ziskdvame potiebné
informace a udaje.

e Filtracni otazky — rozélenuji respondenty podle toho, jak dalece se
mohou ke zkoumané oblasti vyjadfit.

o Grafické otazky — slouzi ke zpestieni dotazovdni a zptesnéni

odpovedi.

D/ Dalsi moZné typy otazek:
e Otazky kontrolni — urcity dotaz mize byt nckolikrat jinak
formulovany a tyto odpovédi se poté porovndvaji (v dotazniku i

rozhovoru).

o Otazky kontaktni — otazky maji za kol navazat s respondentem

vztah, byvaji na zacatku dotazovani a snaZzi se respondenta ,,naladit*.

Diilezité je 1 fazeni otazek. Otazky se kladou v ptedem piesné daném potadi,
tomuto pevnému stanoveni otdzek se fikd dramaturgie dotazovani. Na
zacatku rozhovoru nebo dotazniku by se mély nachazet vodni otazky, které
navazuji kontakt s respondentem. Prvni Ctvrtinu by pak mély tvofit snadné
otazky, pro respondenta neproblémové, zajimavé a nekonfliktni. Druhou
treti ctvrtiné bychom méli nalézt jednodussi otazky, ptesto porad dilezité pro
vyzkum. Zde je vhodné dotazovani néjakym zplsobem zpestiit, abychom
nepfisli o pozornost respondenta. Na zavér je vhodné zaradit otazky leh¢iho

charakteru a méné dulezité (Hendl, 2005).
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Individualni hloubkovy rozhovor

Individualni rozhovor miize byt fizeny rozhovor pomoci navodu,
strukturovany rozhovor s otevienymi otazkami, neformalni rozhovor,
narativni rozhovor, fenomenologicky rozhovor. Cilem je odhalit ¢asto velmi
hluboce zakotenéné priciny respondentovych ndzort nebo chovani ¢i jednani.
Tazatel vzdy podnécuje respondenta k diskuzi bez zédbran na dana témata,
umoziuje respondentovi vyjadrit své nazory a pocity k predmétu vyzkumu.
Diulezité¢ jsou nejen odpovédi respondenta, ale zaznamendvame také jeho
reakce. Hloubkovy rozhovor trva zpravidla vice jak 1 hodinu a mtze byt se

svolenim respondenta nahrdvan pro pozd¢jsi analyzu.

Individualni rozhovor rozdélujeme na nékolik typt:

e rozhovor pomoci navodu — pfesné dany seznam otazek, které je nutné
V ramci rozhovoru probrat. Takovy seznam pomahd udrZet zaméfeni
rozhovoru. Nékdy se jedna o problémové zaméfeny rozhovor, kdy je
rozhovor orientovan na jeden konkrétni problém,

e strukturovany rozhovor s otevienymi otdzkami — cilem je co nejvice
minimalizovat efekt tazatele na kvalitu rozhovoru,

e neformélni rozhovor (nestrukturovany rozhovor) - spontanni
generovani otazek, velka mira volnosti, nékteré otazky jsou ptirozené
vytvareny az na zakladé€ vypravéni respondenta,

e polostrukturovany rozhovor — stoji mezi strukturovanym a
nestrukturovanym rozhovorem. Tento typ mé pifedem dany soubor
témat a volné pfidruZzenych otdzek, ale jejich potadi, volba slov a
formulace muze byt pozméneéna, piipadné mize byt néco
dovysvétleno. Konkrétni otdzky mohou byt vynechany, nebo naopak
pfidany,

e narativni rozhovor — specifickd podoba rozhovoru, kdy je respondent

vybidnut ke zcela volnému vypravéni néjakého tématu (v biografii
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zejména — zivotni udalosti, zazitky), urCujeme piedmét vypravéni a
zaroven se hleda subjekt, u néhoz je jistota, Zze bude schopen vypravét.
4 faze — stimulace, vypravéni, kladeni otazek pro vyjasnéni nejasnosti,
zobecnujici otdzky. Predpoklada se, ze volné vypravéni odhali

subjektivni zkusenosti, coz pomoci ptimého dotazovani nejde,

e fenomenologicky  rozhovor-rozhovor zaméfeny na  historii
dotazovaného. Rozd¢€luje se na tii Casti — prvni rozhovor (historie
zivota jedince — jak k tomu u vas dos§lo?), druhy rozhovor (podrobnosti
zkuSenosti — popiSte svoji zkusenost...), tieti rozhovor (reflexe jeho

zkuSenosti — jaky smysl mé vas Zivot...).

Skupinova diskuze (focus group)

Jednd se o moderatorem fizeny rozhovor malé skupiny vybranych osob na
stanovené téma.

Ptispévky diskutujici neadresuji moderatorovi, ale sob¢ navzijem a vstupuji
tak do vzdjemnych vztahi a presvédCovani. Cilem je konfrontace nazort
diskutujicich a pozorovani zplsobi jejich modifikace vzijemnym
ovliviiovanim ¢&leny skupiny navzajem. Ugastnici jsou pfisluiniky stejné
socidlni skupiny. Jejich homogenita zaru¢i podobné vnimani a zkuSenosti a
komunika¢ni dovednosti na srozumitelné tUrovni. Diskutujici maji s
diskutovanym problémem osobni zkuSenost. Diskuse neni ovliviiovana jinymi
faktory. Ucastnici nejsou ve vzajemném piibuzenském ¢&i jiném vztahu a
moderator je pfipraven "zkrotit" piipadné dominantni jedince. Skupinovy
rozhovor trva pomémé dlouho 1,5-2 hodiny. Zucasthuje se ho 8-12
,,spotiebiteli*, nebo 6-7 odbornikt-experti.

Existuji dva zékladni principy skupinové diskuze:

e skupinové interview a vypravéni - uvoliluji se zde racionalizacni
schémata, psychické zabrany, diskutujici 1épe odhaluji své mysleni a
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postoje v bézném Zzivote,

e brainstorming - cilem je najit nové pohledy na feSeni daného problému
a najit tato feSeni. Je to typ skupinové diskuze, které se ucastni
nejCastéji experti. Vyhodny jako nastroj podnécovani tvofivosti.
Napady se necenzuruji a vSechny se zaznamenavaji. Nasleduje

vyhodnoceni a zpracovani ziskanych napadu.

Dotaznik

Dotaznik je zékladni metodou kvantitativniho Setfeni, ale da se vyuzit i
Vv kvalitativnim vyzkumu. Dotaznik by m¢l na prvni pohled upoutat pozornost.

Vedle uz zminéné srozumitelnosti a piehlednosti je nutna:

» jazykova korektnost,

» jednoduchost vypliovani,

» typograficka a graficka uprava.
Délka dotazniku by neméla prekrocit 20 otdzek a doba vypliovani 10 minut.
U velmi dobie motivovaného respondenta miize délka dotazniku mit az 40
otazek, doba vypliovani vSak nesmi ptekroc¢it 20 minut. U formulace otazek
se drzime zasad pro tvorbu otazek, pfidame pouze stru¢nost — pouZivat kratke,
strucné véty. Jak uz bylo feCeno nepouzivat sugestivni otazky, tj. takoveé, které
svou formulaci napovidaji odpovéd’, a vyvarovat se hald-efektu, tj. fade
pfibuznych otazek za sebou, kde se odpoveéd’ z prvni otdzky piendsi i do

ostatnich.
7.4  Analyza a interpretace dat kvalitativniho vyzkumu

V kvalitativnim vyzkumu se vétSinou pouziva n€kolik zdroji dat. Cilem je
ziskat co nejkomplexné&j$i porozuméni tématu. Vyznam pro lepsi kvalitu dat

spoc¢ivd v mySlence, Ze sbér informaci pomoci vice zdroji (miZe jit o
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respondenty, organizace, mozné udalosti) 1épe vysvétli riizné stranky situace a
zkuSenosti, aby bylo mozné zobrazit jejich komplexitu. Pro vyhodnoceni toho,
zda jsou data odpovidajici a pfimétend, je nutné posoudit, jestli zvolené zdroje
umoziuji autorovi dobie prozkoumat subjektivni vyznamy, jednani a socidlni

kontext relevantni k vyzkumné otéazce.

Data, kterd autor ziskal, zaznamenava tak, aby to umoznilo jejich analyzu a
zéaroven se uchovaly v nich obsazené subjektivni vyznamy a socialni kontext.
Znamena to tedy, Zze autor casto pfistupuje k doslovnému piepisovani
rozhovori, pficemz se pouziva systém transkripcnich znacek pro zachyceni
jejich stylu a prubéhu. Takova transkripce neni vZzdy mozna, protoze obvykle
vede k ohromnému mnozstvi dat. Elektronické zaznamenavani rozhovort
nebo terénnich pozndmek, pozndmkovani je uzitecnou volbou, jez umoziuje
analyzu materidlu jako celku. Existuji vSak i ptipady, kde neni elektronické
nahravani rozhovortit mozné, protoze pusobi rusivé. Ve zpravé o vyzkumu je
nutné priblizit zplisob zdznamu, aby tento proces byl zcela transparentni.
K priihlednosti vyzkumného procesu pfispiva 1 podrobnd zprava o vSech

metodologickych krocich.

V ramci kvalitativniho vyzkumu je charakteristické intenzivni vzajemné
pusobeni autora vyzkumu a respondentti. Toto hledisko je dilezité, protoze
vyznamy jsou dané do kontextu a neni mozné jim bez kontextu porozumét.
Zaujatost vyzkumnika pfispiva k tomu, Zze vyzkum bude 1épe reagovat na
projevy respondentll a pozadavky situace. Toto mize i pomoci vysledkiim,
které nebudou ovlivnény nazory a predsudky autora. Dtlezité jsou také Givahy
a premysleni vyzkumnika 0 vlastnich vstupnich nazorech a zkusenostech, aby

je skute¢né dokazal odlisit od novych informaci z vyzkumu.

Autofi kvalitativniho vyzkumu nejCastéji pouzivaji analyzu. Analyza

materidlu ma vést k odhaleni a k popisu témat. Témata je mozné odhalit v
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procesu induktivniho kédovani nebo deduktivné pomoci literatury, ale také na
zaklad¢ vlastni empirie autora a v zévislosti na polozené otazce. Autofi se v
analyze se zabyvaji ziskanymi daty na né€kolika urovnich. Zajimaji se o
jednotliva slova, koncepty, verbalni i nonverbalni vyrazy. Urcita slova potom
mohou navést k tématiim, jestlize se zkouma jejich opakovani v urcitém
kontextu a zptisobu pouziti. Potom, co se prozkouma text tematicky, ptfechazi
se k hledani vztaht uvnitt a mezi tématy. Hledame naptiklad, jestli jsou urcita
slova nebo koncepty korelovany s jinymi slovy a tématy. Nebo se ptame, zda
urcita slova jsou asociovédna s néjakymi neverbdlnimi signaly nebo citovymi
stavy. Také se mlizeme presveédcit, existuji-li né¢jaké vztahy mezi neverbalnimi
signadly. Rovnéz autory zajima, jak respondenti s urCitymi vlastnostmi
pouzivaji ur€ité vyrazy apod. Mnohdy se pouzivad induktivni analyza, pfi
které se témata pomalu odhaluji z nasbiraného materialu. Kvalitativni analyza
vyzaduje kreativitu, aby bylo mozné nestrukturovana kvalitativni data
vyznamove usporadat a propojit pomoci holistického vypravéni o sledovaném
ptipadé. Zakladnimi prvky vétSiny strategii vyhodnoceni kvalitativnich dat je

tematicka analyza a hledani vazeb mezi jevy (Hendl, 2002).

Kvalitativni analyza dat neni numericka, nestoji na kvantifikacich, tj. cilem
neni spocitat, kolik respondentli prohlésilo urcité tvrzeni a také se nejednd o
pouhou obsahovou analyzu, cilem neni identifikovat témata a urcit, kolikrat se

ve vypovédi respondentli objevila.

Kvalitativni vyzkum ma kruhovy charakter. Podrobny rozbor dat je dobré zacit
délat bezprostiedné ve chvili, kdy mame prvni ptepis rozhovoru ¢i prvni
terénni poznamky. Data pozorné prochdzime a cteme bez ohledu na
ptedpoklady, které jsme ziskali studiem literatury ¢i bez ohledu na pfedem
pfipravené kategorie a co mozné nejvice nad nimi pfemyslime. Sméfujeme

tedy k tomu, abychom s daty nemanipulovali, abychom se nepokouseli svoje
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predpoklady a teoreticka vychodiska aplikovat na data. Proto data ¢teme
opakovan¢ a prvni ¢teni by mélo byt co mozna nejvice induktivni. Obzvlasté
v prvnich fazich analyzy vypovédi (ale i komentaii) je nutné dat pozor,
abychom do komentatii neprojektovali své vlastni predpoklady. Zkusme se
drzet toho, co nam text fika. Drzme se co nejvice dat, vychazejme z vypoveédi,
komentait a jejich vzajemnych propojeni. Analyza dat je casové velmi

naro¢na, data je nutné ¢ist opakovane.

V kvalitativni analyze je astym terminem kod nebo kratka frdze. Vyjadiuji
nejvyznamngjsi nebo shrnujici znak urcité skupiny textovych nebo vizuédlnich
dat. Kody dovoluji uspofadat velké mnozstvi vypovédi, umoziuji je
porovnavat. Pod jednim kédem jsou vedle sebe vypovédi, které spolu
tematicky souvisi. Text je tak rozdélen na jednotky, t€émto jednotkam jsou
pridélena jména a s takto pojmenovanymi jednotkami vyzkumnik déle pracuje.

Kod reprezentuje téma dané vyznamové jednotky.

Autofi mnohdy jako zaklad své analyzy uvadégji tzv. zakotvenou teorii
(grounded theory). Tento postup, jehoZ autory jsou Glaser a Strauss (1967) a
Strauss a Corbinova (1999) je metodou navrzeni teorie, kterd se induktivné
generuje pomoci dat. Vyzkumnici shromazd’uji a analyzuji data pomoci
metody nepfetrzitétho porovnavani, aby postupné vystihly konfigurace
v datech na stadle vétSi Grovné abstrakce pomoci induktivné navrzenych
obecnych kategorii a vztahti mezi nimi. Tato metoda navrhu teorie patii mezi
nejlépe propracované a popsané metody v kvalitativnim vyzkumu. N&kdy se
vSak zd4, Ze odkaz na zakotvenou teorii se stavd pouhym stereotypem. Nazor,
7e kazda analyza kvalitativnich dat musi vést k induktivné navrZené teorii, je
chybny. I v kvalitativnim vyzkumu pracujeme né€kdy s apriornimi hypotézami

nebo s predem definovanymi kategoriemi.
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V ramci kvalitativni analyzy neexistuje striktni hranice mezi analyzou a
interpretaci. Interpretaci myslime analyzu + syntézu dohromady. Pfi vykladu
a vysvétlovani dat vyuzivame odbornou teoretickou literaturu, zjisténi z jinych
vyzkumi, vlastni zkuSenosti apod. Je tfeba jasné (i graficky) odlisit, kde konci
data a kde zacina vyklad autora. Interpretace je aktem hledani vyznamu daného
vyroku ¢i akce. Autor ji obvykle umistuje hned za Cast s pfesnymi daty.
Nesta¢i konstatovat, ze to, co fikaji nasi respondenti, je zajimavé, ani
jednoduse vlastnimi slovy opakovat ¢i variovat datovy uryvek. Cilem
interpretace je udélat urcity myslenkovy skok. Vime, Ze se néco déje a je tieba
nabidnout vysvétleni, pro¢ se to déje. Ke kazdé vypoveédi z dat by méla byt
pfipojena rozpracovana analyza i syntéza. Pokud nejsme sto vypoveéd
uspokojivé interpretovat, nema v nasem textu co de¢lat. Z hlediska etickych
doporuceni nesmi byt publikovdna 74dnd data, kterd by mohla umozZnit
identifikaci respondentd. Autor musi respondenty informovat o principu
duveérnosti a o zpusobech anonymizace dat. Vyzkum nikdy nesmi zpusobit

nikomu z ucastnikt vyzkumu Zadnou profesni ani psychickou ujmu.

Postup kvalitativni analyzy dat:

e tfidéni dat, jejich kodovani a kategorizace,
e formulace zakladnich tvrzeni,

e interpretace,

e komparace,

e teoretickd generalizace.

Vysledek kvalitativni analyzy:

e seznam a podrobny popis kliCcovych témat,
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e teorie, hypotézy k dalSimu ovérovani,
e chronologie, sekvence,

e schéma, model,

¢ typologie, kategorizace.

Vysledky kvalitativniho vyzkumu maji byt dostate¢né podrobné, aby bylo
mozné porozumét jedndni popisovanych UcCastniki a jejim zkuSenostem v
daném kontextu. Autor by mél v této casti citlivé pouzivat odbornou
terminologii. Vyklad postupuje od popisu prostiedi a interakci, vyuzitim citaci
z projevu Ucastnikll a popisu exemplarnich situaci, v diskuzi jejich vyznami a
dilezitosti. Provazani mezi vSemi vysledky a daty maji byt srozumitelné.
Kvalitativni vyzkum vétSinou zdiraziiuje, Ze vysledky je nutné uvazovat
lokaln€ v daném kontextu. Obvykle se neusiluje o zobecnéni na vétsi populaci.
Zobectiuje se vzhledem k teorii a je ukolem kazdého ¢tenéaie, zda se z vysledkli
pouci a teorii pouzije, ¢i ji bude aplikovat. Vysledky se obvykle podavaji
textem, ktery vysvétluje subjektivni definice vyznamu fenomént v kontextu
dané¢ho prostfedi a situace. Cilem je pfiblizit ¢tenafi zkuSenosti, které se
popisuji z pohledu ucastnikli. Proto popisy prostiedi vyzkumu, vysledka a
interpretaci byvaji natolik podrobné, aby ctenaf mohl wurcit jejich

aplikovatelnost pro vlastni situaci.

Autofi kvalitativnich vyzkumi vysvétluji predevs§im subjektivni zkuSenosti,
jednani a kontext zkoumanych jedinct. Davaji pfednost zachyceni stanovisek
a pohledt respondentti. Hlavnim kritériem kvalitativniho vyzkumu je mira, jak
se podafilo autenticky zachytit a prezentovat pohledy zkoumanych jedinci.
Zprava ma také ptiblizit mocenské vztahy mezi vyzkumnikem a zkoumanymi
jedinci a miru reflexivity, kterou vyzkumnik vnasi do procesu vyzkumu a do

svych interpretaci.
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Kazdy kvalitativni vyzkum chce porozumét zkoumanému piipadu do vétsi
hloubky. Uznava jeho slozitost, protoze kazdy pifipad miize vygenerovat
mnoho dat. V dané studii 1ze pouzit kvalitativni postup pouze pro jeden nebo

vyjimecné pro n¢kolik malo piipadi.

V posledni dobé€ se vénuje kvalitativni linii vyzkumt velké pozornost. To vSak
vyzaduje velké porozuméni jak od vyzkumniki, respondentt, tak i1 od

konzumentu.

Kvalitativni vyzkum se snazi interpretovat pohledy subjektd na zkoumany
ptfedmét tim, ze vyzkumnik piejima jejich perspektivu. Vyuzivé se podrobny
popis kazdodennich situaci. Jde o porozuméni akcim a vyznamiim v jejich
socialnim kontextu. Pfi kvalitativnim vyzkumu se neomezuje pocet
proménnych ani vztahy mezi nimi, o jejich redukci rozhoduji samy zkoumané
subjekty. Jsou upfednostiiovany oteviené a nestrukturované vyzkumné plany,
analyza vychazi z velkého mnoZzstvi informaci o malém poctu jedinct.
Ptevazuje z4jem o realné celky, individuélni osudy a vzajemné ptisobeni v§ech
z&astnénych. Ukolem kvalitativniho vyzkumu je vytvofeni holistického
obrazu zkoumaného pfedmétu, zachyceni toho, jak jednotlivi ucastnici situace

interpretuji a zachyceni nové interpretace téchto interpretaci.

147



Seznam literatury

Braun, V., Clarke, V. (2018). Qualitative Research in Psychology. Using thematic
analysis in psychology [online]. 2018, 77-101 [cit. 2018-03-21]. Dostupné z:
https://www.tandfonline.com/doi/abs/10.1191/1478088706qp0630a

Corbin, J., Strauss, A. L. (1999). Zdklady kvalitativniho vyzkumu. Boskovice:
Albert.

Gan, G., Ma, Ch., Wu, J. (2007). Data Clustering: Theory, Algorithms, and
Applications. ASA-SIAM, Philadelphia.

Glaser, B. G., Strauss, A. L. (1967). The Discovery of grounded theory. New
York: Aldine.

Hendl, J. (2005). Kvalitativni vyzkum — zdakladni metody a aplikace. Praha:
Portal.

Hendl, J., Blahus, P. (2002). Metodologie vyzkumné prdce. Praha: UK.

Hindls, R., Hronova, S., Seger, J., Fischer, J. (2007). Statistika pro ekonomy.
Praha: PROFESSIONAL PUBLISHING.

Kral, P. (2009). Viacrozmerné statistické metody so zameranim na rieSenie
problémov ekonomickej praxe. Banska Bystrica: Univerzita Mateja Bela.

Loster, T., Rezankova, H., Langhamrova, J. (2009). Statistické metody a
demografie. Praha: VSEM.

Loster, T., Pavelka, T. (2013). Hodnoceni vysledki shlukovani v
ekonomickych ulohach. Forum statisticum slovacum. ro¢. 9, €. 7.

Loster, T. (2014). Metody shlukové analyzy a jejich hodnoceni. Slany:
Melandrium.

Loster, T. (2016). Priklady ze statistiky. Slany: Melandrium.

Marek, L., Mala, I., Pecakova, I., Loster, T., Cabla, A. (2015). Statistika v
prikladech. Praha: Kamil Maiik — Professional Publishing.

Meloun, M., Militky, J., Hill, M. (2005). Pocitacovad analyza vicerozmérnych
dat v prikladech. Praha: Academia.

Merten, K. (2017). Typologie metod obsahové analyzy [online]. [cit. 2019-7-
15]. Dostupné z: archiv potizeny dne 2018-08-07.

148


http://eso.vse.cz/~sklenak/pcvse/pcvse-sfx.php?krestni=Richard&prijmeni=Hindls&katedra=KSTP
http://eso.vse.cz/~sklenak/pcvse/pcvse-sfx.php?krestni=Stanislava&prijmeni=Hronov%E1&katedra=KEST
http://eso.vse.cz/~sklenak/pcvse/pcvse-sfx.php?krestni=Jan&prijmeni=Seger&katedra=KEST
http://eso.vse.cz/~sklenak/pcvse/pcvse-sfx.php?krestni=Jakub&prijmeni=Fischer&katedra=KSTP

Miles, B., Huberman, A.M. (2015). Qualitative Data Analysis for Health.
Dostupné z:
https://books.google.cz/url?id=Um7JWua8LD4C&pg=PR17&q=http://mwww.
springer com/shop&clientid=ca-print-springer.

Pecakova, . (2011). Statistika v terénnich prizkumech. Praha:
PROFESSIONAL PUBLISHING.

Radvakova, V., Loster, T., Mazouch, P., Sigmund, T., VItavska, K. (2018).
Metody védecké prace. Praha: Oeconomica.

R Core Team (2017). R: A language and environment for statistical computing.

R Foundation for Statistical Computing, Vienna, Austria. URL https://www.R-
project.org/

Rezankova, H., Husek, D., Snasel, V. (2009). Shlukovai analyza dat. Praha:
PROFESSIONAL PUBLISHING.

Rezankova, H. (2011). Analjza dat z dotaznikovych Setieni. Praha:
PROFESSIONAL PUBLISHING.

Rezankova, H., Loster, T. (2013). Zdklady statistiky. Praha: Oeconomica.

Stankovicova, l., Vojtkova, M. (2007). Viacrozmerné statistické metody
S aplikaciami. Bratislava: Ekonomia.

Cesky statisticky Gifad: Www.czs0.cz

Svati¢ek, R. (2015) Je zakotvend teorie teorii? Studia minora Facultatis
philosophicae universitatis Brunensis. VVol. 10, No. 1, s. 21-44.

Walker, 1., (2013) Vyzkumné metody a statistika. Praha: Grada.

149


https://www.r-project.org/
https://www.r-project.org/
http://www.czso.cz/

Rejstiik

A

aglomerativini ShIUKOVANT .........cccoviiiiiiiii i 26

ANALYZA AAL....oiiiiiiiii 140, 145

AUEOKOTEIACE ... 9
C

CEIKOVY F IBST ..o 11
D

[0 [=TgTo {0 [ [y o SR 27, 38

QEICT £ O ettt eereeee b ee b ee e 11,24

diskriminacni analyza..........ccccoveiiiiiiiiiii 67

diskriminacni funkce.........ccovveeen.... 67, 68, 69, 71, 72, 73, 75, 78, 79, 110, 114

diskriminacni KOTICIENtY ........ccccviiiiiiiiiiieiec e 68

divizivni ShIUKOVANT ......eeeiiiii e 26

AOtAZNIK coooeiiiiiieeeeeeeeeeeeeeee s 119, 132

dramaturgie dotaZOVANT .........coviriiiieiiie e 134
E

Euklidova VZAAIENOSE ......vvvvvviviiriiiiiiiiiiiiiiiiiiiiiiarsriresarassseesrarasssasesasanesaanaes 29, 40
F

L7214 (0] SR 39, 64, 107, 109

faktorova analyza ... 56

2 QL0 (N T2 1 (<A 56, 57

fuzzy ShIUKOVANT ..o 26, 30
H

NELErOSKEUASTICHT ...t 10

hierarchické metody shluKOVAN............cccooiiiiiiiiii e, 26
I

INdIVIdUAINT TOZNOVOT ....vviiiiiiiiciii e 135



INAUKEIVIT @NALYZU ...vviiiiiicc 139

INEEIPretaCe AL ......cceiieiieiiiee e 6, 138
K
kanonicka diskriminacni analyza ..........ccccoceiiiiiiiiiiciie 67,71
Koeficient determiNaCe .......cccveveiiiiiiii e 7,10, 11
KOMPONENTA ... 45, 104, 105
KOMPONENENT SCOTE ...ttt 46, 54
KOMPONENtni ZAEZE ........eevviieiiieiiiiesee e 46, 53
KOMUNAITEA.....c.eciiic s 58
korelacni KOGTICIENT ......uuiiiiiiie e e 36
krokova diskriminacni analyza............ccecevveiieiiniiiieic e 67,72
kvalitativni vyzKum........ccccooeeniiiiiiiiienne, 115,117, 118, 140, 142, 143, 144
kvantitativni VYZKUM ........ccveiiiiiiiice e 115, 116, 117
M
metoda hlavnich Komponent ...........ccccciiiiiiiii i 56
metody shlukovani ...........ccooiiiii 26, 28, 29, 34, 36, 37, 39, 95
centroidni MEtOda ........cueeiiiiiiieiie e 29
dvoukrokova shlukova analyza ...........cccoeiiiiiiiiii 30
fuzzy ShIUKOVANT .....ccoiiiiii 30
(3G 11110 Lo 1« L RSP URRPRPRRRN 30
K=PITMEITL ...t 30
MEAIANOVA MELOAA ......ccviiiiiiiiieiieeiee e 29
NEJbIIZETNO SOUSEAA ... .iiuiiiiiiiiii s 28
nejvzdalengjSTho souSeda..........cocvviiiiiiiiii i 28
Pevneé K-ShIUKOVAN ........cooiiiiii e 29
PrimeErne VZAAIENOSTL. ......evveiiiiiiieiiieec s 29
Wardova MELOOA. ..........coveerireiieiiereee e 29
MITa PISTUSNIOSH ... s 26, 30
MUILTKOTINEAITEA ..t e e ebaee e 18, 21, 56
N
nehierarchické metody shlukovani...........cccoooiiiiii 25
P
pozorovani......3, 6, 7, 11, 25, 46, 84, 92, 93, 94, 117, 118, 123, 124, 125, 136
PIPAdOVA STUAIC ... 118, 121, 122



1EEIESNT ANALYZA ......eiiiiiiiiiiie e 8,14

1e@IESNT TUNKCE ..o e 7,9, 11

(074 0[0)Y /o] S 119, 120, 132, 135, 136, 137
S

ShIUKOVA analyza ........ccooouiiiiiiiieiic s 25, 32,92

SKUPINOVA dISKUZE ... 119

Strukturni KOETICIENtY .....oovviiiiiiiiic e 68, 75
T

teChNIKA dOTAZOVAN ...veiiiiiiii ittt e e e e e e 132

tematickd aNalYZa .......ooovviiieiieiie s 6, 119, 139
Vv

VYZKUMNEA OTAZKA ... 4

VYZKUMNY problém........cccooviiiiiiiiiiiei e 4,128, 131

152



Summary

The textbook Methods of Academic Work Il contains seven chapters. The
book’s individual chapters are chiefly devoted to multi-dimensional statistical
methods. These are popular methods that are representatives of methods of
various fields of use. The essential link among all the methods is their
applicability in the case that individual observations (objects) are characterised
by at least three quantitative variables. The book builds on the methods and
approaches that were successively outlined in the preceding volume Methods
of Academic Work (Loster, Mazouch, Radvakova, Sigmund, Vltavska, 2018).
The authors build on that via multiple regression analysis that is focused on
possible applications and the problems that may arise in comparison with
simple regression analysis. With regard to representatives of classification
methods, where individual objects are organised into clusters, readers are
introduced to cluster and discriminatory analysis. Here factor analysis and

analysis of main components are replaced by dimension reduction methods.

For the first time, approaches under which the same results can be obtained
with the help of the R system, which is very popular at present, are shown.
However, because that system was not employed in the previous book and the
literature in the Czech language is as yet limited, a whole chapter is dedicated
to essential approaches to working in system R in this book. The final, seventh
chapter explores the qualitative line of research, from fundamental principles
and focus through specific methods of qualitative research to analysis and

interpretation of qualitative research data.

In recent years there has been an increase in the number and complexity of
research methods, methods for the collection and processing of data and
approaches to research. The wealth of methods doesn’t only provide increased

opportunity to better select research means for reaching identified targets — the
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authors of academic essays are also faced with the necessity of making a
choice. A certain research method or strategy is not good or bad in absolute
terms. It is only as good as its suitability for resolving a specific problem. The

research aim frequently determines the choice of method.

Empirical research always means systematic exploration. It is a process of
creating new findings — a systematic and carefully planned endeavour. It
should approach the discovery of a sought essence, the uncovering of new or
essential aspects of the subject of study. However, it must be based on a precise
systematic and methodological procedure and on an objective theoretical basis.
Authors need to set the aims and methods of their research in the preparatory

stage.

154



